Universidad de las Ciencias Informaticas
Facultad 10

UG

Informatlcas

Categorizacion de texto usando Redes Neuronales

Artificiales.

Trabajo de Diploma para optar por el titulo de

Ingeniero en Ciencias Informaticas.

Autores:

Daimerys Ceballo Gastell
Yanet del Carmen de Diego Ceruto
Tutor:

Ing. Alain Guerrero Enamorado
Co-tutor:

Ing. Mileysis Placencia Crespo

Ciudad de la Habana
Julio de 2008




Declaracion de Autoria:

Declaramos ser autores de la presente tesis y reconocemos a la Universidad de las Ciencias

Informaticas los derechos patrimoniales de la misma, con caracter exclusivo.

Para que asi conste firmo la presente a los dias del mes de del afio
Daimerys Ceballo Gastell Yanet del Carmen de Diego Ceruto
Firma del Autor Firma del Autor

Alain Guerrero Enamorado

Firma del Tutor



Opinién del Tutor del Trabajo de Diploma:

Titulo: Categorizacion de texto usando Redes Neuronales Artificiales.

Autores: Daimerys Ceballo Gastell y Yanet del Carmen de Diego Ceruto.

El tutor del presente Trabajo de Diploma considera que durante su ejecucion el estudiante mostro

las cualidades que a continuacion se detallan.

Por todo lo anteriormente expresado considero que el estudiante esta apto para ejercer como

Ingeniero Informatico; y propongo que se le otorgue al Trabajo de Diploma la calificacién de:



Dedicatoria:

A mis padres y a mi hermano, por ser las mejores personas del mundo.
A mi novio, por brindarme todo su amor y su apoyo.

A mi familia y amigos, por su inmenso carifio.

Daimerys Ceballo Gastell



Dedicatoria:

A mis padres: por ser tan especiales, por todo el amor y el apoyo que me han brindado a pesar
de la distancia, por el animo en los momentos dificiles, por ser mi guia y por confiar siempre en
mi.
A mi adorable abuelita Ramona: por ser la persona que alumbra mis pasos, por todo su
esfuerzo y su ayuda constante, por quererme tanto y apoyarme siempre.
A mi querido hermano Pepe: por ser mi orgullo y mi paradigma, por todo su apoyo y su esfuerzo,
por el amor tan grande que existe entre nosotros, por ser mi guia y mi inspiracion.
A mi tia Carmen: por su carifio y ayuda, y por todas las cosas buenas que he aprendido de ti.
A mi “viejito” Arsel. por ser una de las mas maravillosas personas que he tenido la oportunidad
de conocer, por educarme y ensefiarme tanto durante estos cinco afios de carrera, por su apoyo y
SUS consejos, por ser mi amigo y mi otro padre.
A Marlen: por su preocupacion y confianza, por su amor y ayuda incondicional, por ser como una
madre conmigo.
A Yeni: por todo su apoyo durante estos cinco afos, por su confianza y por todo su carifio.

Yanet de Diego Ceruto.



Agradecimientos:

A mi Maméy a mi Papé, Magalys y Felix Antonio: por ser tan especiales, por dedicar gran parte
de sus vidas para formarme, por todo su amor y carifio, por estar siempre conmigo, apoyandome,
aconsejandome, guiandome, complaciéndome en todos mis caprichos, a ellos les estoy
eternamente agradecida.
A mi Hermano, Daymer: por ensefiarme tanto, por ser fuente de inspiracion para alcanzar mis
metas, por estar siempre preocupandose por mi, por su carifio y comprension.
A Yanet, mi cufiada: por su ayuda y preocupacion.
A mi novio, Alain: por cuidarme, ayudarme, complacerme y por regalarme cada dia su amor y
bondad. Por su inmensa ayuda en la realizacion de este trabajo y su enorme esfuerzo para que
gquedara con la calidad requerida.
A mi compafiera de tesis y amiga, Yanet: por soportarme todos estos afios de universidad, por
aconsejarme y ayudarme a ser cada dia mejor, por su carifio y comprension, por su disposiciony
ayuda.
A mi abuelita Juanita'y a mi tia Adelina: porque siempre estan pendientes de todos mis pasos y
me adoran como yo a ellas.
A mi vecinito y amigo Jaisniel: que siempre esta dispuesto a ofrecerme su ayuda en cualquier
circunstancia.
A mis tios, Ida, Jeovany, Manuel, Nery, Felix, Blade y Justo asi como a sus hijos y esposas:
por toda su preocupacion y por el apoyo brindado.
A mis amiguitas del preuniversitario Midalys, Yanaivys, Nideisys y Yanara: por poder contar
con su carifio, confianza y lealtad.
A mis amigos del grupo tres y en especial a Lisbet, Arianna, Lairay el Butty: por hacer que
cada pedazo de mi tiempo fuera ameno y por sus buenos consejos.
A todas aquellas personas que hicieron posible la realizacion de este trabajo.

Muchisimas Gracias.

Daimerys Ceballo Gastell.



Agradecimientos:

A Alain: mi tutor, por su ayuda inmensa y sus ensefianzas, por todo su esfuerzo para que todo
saliera bien, gracias es poco para ti.

A mi familia: por todo el esfuerzo y la ayuda que me han brindado, por todo el amor y la
preocupacion a pesar de la distancia.

A Arsel, Marlen y Yeni: mi otra familia, por acogerme en su casa como una hija mas y darme
toda su confianza y carifio, muchas gracias.

A Dayme: por ser una de las personas que mas admiro y que con su sinceridad y su carifio me ha
ensefiado a ser mejor, por ser mi hermana y estar siempre cuando te he necesitado.

A mis amigos Walter, Russo y Chinese: por romper las barreras de la distancia, por su
preocupacion y todo el apoyo que me han brindado, los quiero mucho.

A Arianna, Laira y Lisbet: por ser como mi familia, conocerlas ha significado mucho para mi,
gracias por todos los momentos que hemos pasado juntas y que seran inolvidables.

A la familia de Day: por toda la ayuda y el amor que me han brindado.

A Yiselita: mi amiga de la secundaria, por todo su carifio y preocupacion a pesar de la distancia.
A Jeizen: por ser una de esas personas que llega para quedarse, gracias por todas las cosas que
me ensefaste y los momentos geniales que siempre permaneceran en mi memoria.

A los muchachos de mi grupo de la facultad 2: por todos los momentos que hemos compartido
y que no se olvidaran.

A Darien: por sus ensefianzas y su preocupacion.

A Kike, Botico y Yasmani: por su amistad sincera.

A Yudel: por toda su ayuda y preocupacion.

A Surima: que aunque llego tarde, es de esas personas que tampoco se van.

A Dionny: por hacerme volar en estos tiempos en que casi se pierden las alas.

A Angelito y Robinson: a quienes tantas veces molesté, gracias por su ayuda durante estos
cinco anos.

A Jose, Kenny, Leo, Yuri y David: los muchachos de Ucistore con quienes tanto he disfrutado de
uno de mis mayores placeres, la misica.

A todas la personas que he tenido el placer de conocer en la universidad y que de alguna manera
han influido en el desarrollo de este trabajo y se han convertido en muy buenos amigos, mis mas
sinceros agradecimientos.

Yanet de Diego Ceruto.

VI



Resumen:

Durante mucho tiempo, la dinamica de Internet, ha dificultado en el proyecto FILPACON (Filtrado
de Paquetes por Contenido) contar con una base de datos de contenidos categorizados lo
suficientemente actualizada. En este sentido, se concibié como objetivo de esta tesis obtener un
modelo usando Redes Neuronales Atrtificiales (RNA) que permitiera la categorizaciéon de texto, de
esta manera, se lograria automatizar el proceso de actualizacion de la base de datos. Una
investigacion previa sobre las RNA en general y aplicadas a la categorizacion de texto mas tarde,
cred las bases tedricas que permitieron sustentar los fundamentos y la propuesta final del
presente trabajo. A tal efecto, se selecciond un algoritmo de entrenamiento eficiente para la
categorizacion de texto, se cre6 manualmente una coleccion de entrenamiento que incluyé cinco
categorias, elegidas de acuerdo a la necesidad del proyecto y se concluyd que es viable la
aplicacion del modelo propuesto ya que se obtuvo una arquitectura de red y unos parametros de

ajuste que arrojaron optimos resultados en la tarea de categorizacién de texto.

Palabras Clave: Redes Neuronales Atrtificiales, Aprendizaje por Cuantificacion Vectorial (LVQ),
Categorizacion de Texto, FILPACON.
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Abstract:

During a long time, the dynamics of Internet has slowed down the process of having a categorized
contents database sufficiently updated in the project FILPACON (Filtering of Packages by
Content). Arising from this fact, it was conceived as objective of this thesis work to obtain a model
using Artificial Neuronal Nets (ANN) that allowed the text categorization, this way, it would be
possible to automate the process of updating the database. A previous investigation on the ANN in
general and later applied to the text categorization, created the theoretical grounds that allowed
sustaining the foundations and the final proposal of the present work. To such an effect, an
algorithm of efficient training was selected for the text categorization, it was manually created a
training collection which included five categories, selected according to the project needs and it
was concluded that the application of the model proposed is feasible since it was obtained a net
architecture and some adjustment parameters which granted optimal results while carrying out the

task of text categorization.

Keywords: Artificial Neuronal Nets, Learning Vector Quantization (LVQ), Text Categorization,
FILPACON.
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INTRODUCCION

Introduccion

La red de redes -Internet- alberga una inmensa variedad de contenidos y ofrece muchisimas
posibilidades para informarse, educarse, comerciar y entretenerse. Su creciente importancia la ha
convertido en una de las principales palancas del mundo moderno. Pero pese a todo esto, el uso
de Internet también conlleva riesgos, ya que de igual forma existen en la red innumerables
contenidos de cuestionable valor moral o educativo y muchos otros que violan leyes de disimiles
paises. En su filosofia Internet ha sido disefiada como una red distribuida, es decir, que abarca
muchas redes voluntariamente interconectadas y como tal, no tiene ningln cuerpo que la
gobierne; esto dificulta que, por ejemplo, se pueda definir de manera global qué es ilicito, qué es
nocivo y qué es adecuado para los usuarios, pues esto dependeria de factores culturales,
politicos, religiosos y otros muchos que varian de una nacion a otra, y en ocasiones, de una

organizacion a otra.

El Sistema de Filtrado de Contenidos para Internet (FILPACON), pretende ser una solucion
factible a la hora de proteger a determinados sectores de usuarios mientras navegan por Internet,
de manera que el ciberespacio pueda ser zonificado en dependencia de los contenidos que
albergue y permitiendo que los administradores en conjunto con los usuarios de las
organizaciones puedan definir qué debe pertenecer a un determinado tipo de contenido. Sin
embargo el sistema debe resolver un problema adicional; la dindmica de Internet es tal que segun
estimaciones® aparece una nueva pagina cada 0.75 segundos, lo cual hace dificil la tarea de
contar con una base de datos de contenidos categorizados lo suficientemente actualizada si se
hiciera de manera manual. Dada esta situacion y teniendo en cuenta que en este punto la
Inteligencia Artificial (IA) brinda una amplia gama de técnicas para categorizar contenidos
correctamente, se hace necesario realizar pruebas de categorizacion de texto utilizando Redes
Neuronales Artificiales (RNA), para proponer un modelo que pudiera resultar eficiente en lo que a

la categorizacion de texto se refiere. Para ello se ha determinado como problema cientifico:

¢,Como contribuir a la categorizacion de texto mediante un modelo basado en Redes Neuronales
Artificiales para el proyecto FILPACON?

! http://news.netcraft.com/
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Partiendo del problema enunciado anteriormente se define como objeto de estudio: las Redes

Neuronales Artificiales, donde el campo de accion estaria delimitado por el estudio de las RNA

aplicadas a la categorizacion de texto para FILPACON.

De manera general el objetivo es:

Proponer un modelo usando Redes Neuronales Atrtificiales que permita la categorizacion de texto
para el Sistema de Filtrado de Contenidos (FILPACON).

Para complementar este objetivo general se puntualizan los siguientes objetivos especificos:

Seleccionar un algoritmo de entrenamiento eficiente para la categorizacion de texto.
Seleccionar un modelo de representacién textual para la categorizacion de texto usando
Redes Neuronales Atrtificiales.

Crear una coleccion de entrenamiento que incluya al menos tres categorias.

Determinar el mejor modelo de Red Neuronal Atrtificial.

Para lograr los objetivos propuestos se formulan las siguientes preguntas cientificas:

¢,Cudles algoritmos se utilizan para entrenar Redes Neuronales en la categorizaciéon de
texto?

¢, Cuales modelos de representacion textual pueden utilizarse para la categorizacién de
texto usando Redes Neuronales Artificiales?

¢, Como escoger una coleccion de documentos que sirva para entrenar y validar el modelo
de red que se proponga?

¢, Qué software se utiliza para simular Redes Neuronales Artificiales?

Para dar cumplimiento de manera exitosa a los objetivos planteados se deben desarrollar las

siguientes tareas:

Estudiar el funcionamiento de las Redes Neuronales Artificiales para permitir la seleccion
de un algoritmo de entrenamiento eficiente para la categorizacion de texto.
Realizar una busqueda del modelo de representacion textual mas factible para la

categorizacién de texto usando Redes Neuronales.
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Seleccionar tres 0 mas de las categorias representativas del proyecto FILPACON vy
escoger en Internet varios documentos por cada una de estas para crear la coleccion de
entrenamiento.

Entrenar la red neuronal con el 75% de la coleccion y probarla con el 25% restante.
Realizar experimentos con diferentes topologias para proponer un modelo 6ptimo para la

categorizacion de texto.

Una vez concluido el trabajo se espera se pueda contar con los siguientes resultados:

Coleccion de entrenamiento, para cada categoria que se seleccione, pre-categorizada
manualmente.

Modelo de red neuronal eficiente para categorizar texto.

Base tedrica para la implementacion de una aplicacion de categorizacion de texto usando

el modelo de red neuronal propuesto.

Para facilitar el alcance de estos resultados y una mayor organizacion se emplearan los siguientes

meétodos cientificos de investigacion:

Métodos tedricos.

Analitico-Sintético: permite hacer un analisis del funcionamiento de las Redes Neuronales
y su aplicacién a la categorizacion de texto, que posibilita descubrir sus caracteristicas
generales y las relaciones esenciales entre ellas, obteniéndose elementos necesarios para
aplicar al desarrollo de la investigacion.

Induccién-Deduccion: para analizar las caracteristicas del comportamiento de los modelos
neuronales en la categorizacion de texto y asi poder deducir conclusiones sobre casos
particulares que pueden ser verificados en la practica.

Historico-LAgico: para estudiar la evolucién y desarrollo de los modelos neuronales en la

categorizacion de texto y comprender l6gicamente como serian sus tendencias actuales.

Métodos empiricos.

Observacién: mediante la observacion se pueden analizar los resultados e investigar como

se comporta el modelo neuronal.
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= Medicién: para obtener informacion numérica acerca del comportamiento de la red
neuronal y comparar sus valores.
= Experimentacion: por su importancia decisiva en la demostracién del comportamiento del

modelo de red neuronal.
El presente documento esta compuesto por tres capitulos, estructurados de la siguiente manera:
Capitulo 1: Redes Neuronales Artificiales.

En este capitulo se realiza un estudio de las Redes Neuronales Atrtificiales donde se tratan
importantes temas relacionados con funcionamiento, arquitectura, caracteristicas y clasificaciones
segun diferentes criterios, etc. Finalmente se comentan algunas de las aplicaciones de las Redes

Neuronales Atrtificiales a la categorizacion de texto.
Capitulo 2: Representacion de documentos y modelo neuronal de Kohonen.

En este capitulo se describe como se procesan los documentos antes de darselos como entrada
al clasificador, explicando los mecanismos usados para realizar esta tarea como son las listas de
parada y el algoritmo de Porter. Ademas del modelo de representacion textual seleccionado,
también se presenta el modelo neuronal de Kohonen en su variante supervisada y por ultimo se

especifican las métricas de evaluacion que se emplearan.
Capitulo 3: Algoritmo LVQ aplicado a la categorizacion de texto.

Este capitulo describe y muestra los resultados de los experimentos realizados con el algoritmo
propuesto (LVQ), aplicado a la categorizacion de texto; y se determinan los parametros para los

que la red obtiene el mayor porciento de aciertos.
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Capitulo 1 Redes Neuronales Artificiales.

En este capitulo se presenta un estudio de las Redes Neuronales Artificiales que sirve de base
para la comprension de los posteriores capitulos ya que el modelo que se propone para

categorizar texto es un modelo neuronal.

Se hace un acercamiento a los principales conceptos de Redes Neuronales Artificiales. Se
abordan aspectos tales como funcionamiento, arquitectura, caracteristicas y clasificaciones de las
redes segun diferentes criterios. También se describen las ventajas que tienen, asi como algunas
de las principales areas de aplicaciones. El ultimo apartado se dedica a las Redes Neuronales
Artificiales en la categorizacion de texto, donde, de manera resumida, se hace referencia a
algunos trabajos dedicados a este tema a nivel internacional. Se hace énfasis en los algoritmos
utilizados por los diferentes autores, para finalmente presentar el algoritmo que se ha

seleccionado para realizar la categorizacion de texto.
1.1. Introduccion.

Es evidente que hoy en dia las computadoras son de gran ayuda en tareas que resultan
realmente engorrosas para el hombre, ya que pueden resolver de forma automatica y rapida
determinadas operaciones que muchas veces son tediosas cuando se realizan manualmente. La
evolucion del hardware ha hecho que la potencia de calculo haya crecido de tal forma que los
ordenadores se han vuelto indispensables en muchas areas de actividad del ser humano, sin
embargo la computacion algoritmica no es suficiente cuando se han de enfrentar ciertas tareas.
Por ejemplo, algo tan sencillo para el ser humano como reconocer una cara de otra persona es el
tipo de problema que no es tan facil ser resuelto por la via algoritmica (BURGOS, 2003).

Debido a este tipo de situaciones desde finales de los 50 se ha venido investigando en un
conjunto de técnicas que utilizan un enfoque diferente para resolver los problemas. Este conjunto
de técnicas y herramientas se bautiz6 con el nombre de Inteligencia Artificial (IA), porque lo que
se pretendia era que los ordenadores presentaran un comportamiento inteligente, entendiendo por
esto que supieran hacer frente a ciertos problemas de una manera similar a como lo hacen los

seres humanos.
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La IA al tratar de construir maquinas que se comporten aparentemente como seres humanos ha
dado lugar al surgimiento de dos enfoques distintos (BURGOS, 2003). Por un lado, se desarroll6
lo que se conoce como el enfoque simbdlico o top-down, conocido como la IA clasica. Este
enfoque asienta sus bases en la manipulacion de simbolos en vez del mero calculo numérico,
tradicional de la computacion algoritmica. La realidad se plasma por medio de una serie de reglas.
Herramientas como la légica de predicados, permiten manipular los simbolos y las reglas para

obtener nuevas reglas.

El otro enfoque es el enfoque subsimbdlico, llamado a veces conexionista. Sus esfuerzos se
orientan a la simulacion de los elementos de méas bajo nivel dentro de los procesos inteligentes
con la esperanza de que estos al combinarse permitan que espontaneamente surja el

comportamiento inteligente.

En este ultimo enfoque es donde se encuadran las Redes Neuronales Atrtificiales. Estas no son
mas que otra forma de emular ciertas caracteristicas propias de los humanos, como la capacidad
de memorizar y de asociar hechos. Si se examinan con atencion aquellos problemas que no
pueden expresarse a través de un algoritmo, se observara que todos ellos tienen una
caracteristica en comun: la experiencia. El hombre es capaz de resolver estas situaciones
acudiendo a la experiencia acumulada. Asi, parece claro que una forma de aproximarse al
problema consista en la construccibn de sistemas que sean capaces de reproducir esta

caracteristica humana.

En definitiva, las redes neuronales son un modelo artificial y simplificado del cerebro humano, que
es el ejemplo mas perfecto del que se dispone para un sistema que es capaz de adquirir
conocimiento a traves de la experiencia. Una red neuronal es un sistema para el tratamiento de la
informacion, cuya unidad basica de procesamiento esta inspirada en la célula fundamental del

sistema nervioso humano: la neurona (KAFATI, 2008 ).
1.1.1 Funcionamiento de una neurona bioldgica.

La neurona es la unidad basica de procesamiento del cerebro el cual consta de un gran nimero
(aproximadamente 100 000 millones) altamente interconectadas (entre 1000 y 10 000 conexiones
por elemento)(FERRUS, 2007). Cada célula nerviosa o neurona consta de una porcion central o

cuerpo celular, que contiene el nlcleo y una o mas estructuras denominadas axones y dendritas.
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Estas dltimas son unas extensiones cortas y ramificadas que forman una especie de arbol
alrededor del cuerpo neuronal, constituyen la principal superficie sobre la cual la neurona recibe
los estimulos. En contraste, el axon suele ser una prolongacién Unicay alargada y a diferencia de
las dendritas las ramificaciones de este se encuentran justo al final de la fibra, lugar donde ocurre
la comunicacion con otras neuronas. La zona de contacto entre un axén de una célula y una

dendrita de otra célula es llamada sinapsis. (Figura 1.1)

Sinapsis
Otra neurona

—Nbdulo de Ranvier

Impulso nervioso —Mielina

Vaina de mielna

Dendnitas

Figura 1. 1: Neurona Biolégica.

La membrana exterior de las neuronas tiene propiedades especiales, a lo largo del axén la
membrana esta especializada en propagar el impulso nervioso, esto se logra a través de impulsos
eléctricos, denominados potenciales de accién, que alcanzan una amplitud maxima de unos 100
mv y duran 1 ms. Estos son el resultado del desplazamiento a través de la membrana celular de
iones de sodio dotados de carga positiva, que pasan desde el fluido extracelular hasta el
citoplasma intracelular; la concentracién extracelular de sodio es mayor que la concentracion

intracelular, la carga positiva inyectada en el axdn durante el potencial de accién queda disipada
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uno o dos milimetros mas adelante, para que la sefial recorra varios centimetros es preciso
regenerar frecuentemente el potencial de accioén a lo largo del camino; la necesidad de reforzar
repetidamente esta corriente eléctrica limita a unos 100 metros por segundo la velocidad maxima
de viaje de los impulsos, tal velocidad es inferior a la millonésima de la velocidad de una sefial

eléctrica por un hilo de cobre.

Estas sefiales de baja frecuencia (potenciales de accion) no pueden saltar de una célula a otra, la
comunicacién entre neuronas viene siempre mediada por neurotransmisores quimicos que son

liberados en el espacio sinaptico.

Cuando un potencial de accion llega al terminal de un axén son liberados los neurotransmisores
alojados en diminutas vesiculas, que después son vertidos en una hendidura de unos 20
nanémetros de anchura que separa la membrana presinaptica de la postsinaptica; durante el
apogeo del potencial de accion, penetran iones de calcio en el terminal nervioso, su movimiento
constituye la sefial determinante de la exocitosis sincronizada, esto es la liberacion coordinada de
moléculas neurotransmisoras. En cuanto son liberados, los neurotransmisores se enlazan con
receptores postsinapticos, instando el cambio de la permeabilidad de la membrana. Cuando el
desplazamiento de carga hace que la membrana se aproxime al umbral de generacion de
potenciales de accion, se produce un efecto excitador y cuando la membrana resulta estabilizada

en la vecindad el valor de reposo produce un efecto inhibidor.

Cada sinapsis produce solo un pequefio efecto, para determinar la intensidad (frecuencia de los
potenciales de accion) de la respuesta cada neurona ha de integrar continuamente hasta unas
1000 sefiales sinapticas, que se suman en el cuerpo de la célula. Otro aspecto importante de la
membrana es que media en el reconocimiento de las otras células durante el desarrollo
embrionario, de modo que cada célula encuentra su lugar apropiado en la red. Algunas de las
estructuras neuronales son determinadas en el nacimiento, otra parte es desarrollada a través del
aprendizaje, proceso en gque nuevas conexiones neuronales son realizadas y otras se pierden por

completo.

Aunque los detalles de operacion de las Redes Neuronales Artificiales difieren bastante de los

cerebros humanos, estas son similares en tres aspectos:
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1. Una Red Neuronal Artificial esta formada por un gran niamero de simples elementos de
procesamiento (neuronas).
Cada neurona se conecta a otras muchas neuronas.
La funcionalidad de la red neuronal viene determinada por la modificacion de los pesos de

conexion durante la fase de aprendizaje.
1.2. Redes Neuronales Artificiales.

1.2.1 La neurona artificial.

Los estudios sobre el cerebro han llevado a la conclusion de que las neuronas son elementos
analdgicos. A partir de las entradas sinapticas, el cuerpo de la neurona hace una suma de estas y

genera una salida, la cual es casi siempre un valor continuo, llamado potencial de accion.

El modelo de una neurona artificial es una imitacién del proceso de una neurona biol6gica, puede
también parecerse a un sumador hecho con un amplificador operacional (ZULUAGA, 2000) tal

como se ve en la figura 1.2.

F R
1
Fa
¥ A
3
3 — e

Figura 1. 2: Neurona Artificial.

Una Red Neuronal Artificial es un procesador paralelo distribuido, inspirado en las redes
neuronales biolégicas, que puede almacenar conocimiento experimental y hacerlo disponible para
su uso (PEREZ, 2005). De manera similar a una red neuronal biolégica el conocimiento es
adquirido por medio de un proceso de aprendizaje y es almacenado por medio de los pesos
sindpticos que representan las conexiones entre neuronas. Una red neuronal se entrena para una
determinada tarea, por medio de un algoritmo de aprendizaje, cuya funcion es modificar los pesos

sinapticos para satisfacer un criterio de desempefio especificado.
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La neurona es la unidad de proceso de informacién fundamental en una red neuronal. En el
diagrama en bloques de la figura 1.3, se muestra el modelo de una neurona; esta forma la base

para el disefio de una Red Neuronal Artificial, se observa una neurona con R entradas; las

entradas individuales P,,P,,..,,P; son multiplicadas por los pesos correspondientes

W, ,W,,,..., W,  pertenecientes a la matriz de pesos W .

entradas neurona

f N !

Figura 1. 3: Neurona con multiples entradas.

La neurona tiene una ganancia b, la cual llega al mismo sumador al que llegan las entradas

multiplicadas por los pesos, para formar la salida total n,

N=W,p, +W;,p, +..+W, ¢ pg +b (1.1)
Esta expresion puede ser escrita en forma matricial

n=W, +b 1.2)

a=f(n) (1.3)
1.2.2 Definicién de Red Neuronal Artificial.

Existen numerosas formas de definir a las redes neuronales; desde las definiciones cortas y
genéricas hasta las que intentan explicar mas detalladamente qué son las redes neuronales.

Algunas de estas definiciones se veran a continuacion.

10
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Las Redes Neuronales Atrtificiales son modelos que intentan emular el funcionamiento cerebral o
la organizacién neuronal. Basicamente una Red Neuronal Artificial [RNA] consiste en un conjunto
de unidades computacionales simples o elementos de procesamientos o “nodos”, (simil neurona),
y un conjunto de conexiones que unen dichas unidades (representado en forma genérica en la
Figura. 1.4) que llamaremos "pesos" (BARRO, 1995; HAYKIN, 1999).

Darpa (DARPA, 1988), define una red neuronal como un sistema compuesto de muchos
elementos simples de procesamiento los cuales operan en paralelo y cuya funcion es determinada
por la estructura de lared, el peso de las conexiones; realizandose el procesamiento en cada uno

de los nodos o elementos de cémputo.

Como definiciéon formal de Redes Neuronales Artificiales se puede tomar lo expresado por
Hayking (HAYKIN, 1994).

Una Red Neuronal Artificial es un procesador paralelo y distribuido que tiene la facilidad natural
para almacenar conocimiento experimental y hacerlo Gtil para su uso, asemejando al cerebro en

dos aspectos:

= El conocimiento es adquirido por la red a través de un proceso de aprendizaje.
» La “fuerza” de las conexiones inter-neurona, conocida como pesos sinapticos son

utilizados para almacenar el conocimiento.

Pesos (W)

Y4

Entradas (X)

Nodos o Neuronas

Figura 1. 4: Red Neuronal Artificial.

Otras definicion es la propuesta por Hecht Nielsen (NIELSEN, 1990) para el que las Redes
Neuronales Artificiales son simulaciones de estructuras cognitivas de procesamiento de

informacioén, basadas en modelos de las funciones cerebrales.

11
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Teuvo Kohonen (KOHONEN, 1995) define las Redes Neuronales Artificiales como estructuras
interconectadas de unidades de procesamiento simples (generalmente adaptables). Estos
dispositivos son masivamente paralelos y de organizacién jerarquica. Deben interactuar con los

objetos del mundo real de la misma forma en que lo hace el sistema nervioso bioldgico.

Aunque no existe una definicion aceptada universalmente puede decirse de manera general que
las Redes Neuronales Artificiales son modelos mateméticos multiparamétricos no-lineales,
capaces de inducir una correspondencia entre conjuntos de patrones de informacion (la relacion
estimulo-respuesta)(VALDIVIA, 2004). El procesamiento de la informacion se realiza a la manera

de los sistemas neuronales bioldgicos.

Una red neuronal puede verse como un grafo dirigido con las siguientes
caracteristicas(VALDIVIA, 2004):

= Los nodos del grafo se denominan elementos de procesamiento, unidades o neuronas.

» Las uniones entre los nodos se denominan conexiones. Cada conexion funciona en un
momento determinado en una Unica direccion. A cada conexion se le asigna un factor de
ponderacion denominado peso o intensidad de conexion. Las conexiones pueden ser
excitatorias o inhibitorias.

= Cada elemento puede recibir cualquier nimero de conexiones de entrada procedentes del
resto de elementos de procesamiento que forman la red.

= Cada elemento de procesamiento tendra una Unica salida que se podra ramificar para ser
aplicada a muchos otros elementos de procesamiento. Asi, la salida de una unidad se
tomara como entrada a cada uno de los elementos de procesamiento conectados con
dicha unidad.

= Cada elemento de procesamiento puede tener una memoria local.

= (Cada elemento de procesamiento posee una funcion de activacion que usa la memoria
local y las sefales de entrada para producir una sefial de salida. La salida producida por
un elemento de procesamiento depende exclusivamente de los valores actuales de
entrada que le llegan de otros elementos de procesamiento a través de las conexiones y
los valores almacenados en su memoria local, es decir, el procesamiento de informacion

en cada elemento de procesamiento es completamente local.

12
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1.2.3 Funcionamiento de una Red Neuronal Artificial.

En cuanto al modo interno de trabajo, las redes neuronales son modelos matematicos recreados
mediante mecanismos artificiales (como un circuito integrado, un ordenador o un conjunto de
valvulas). El objetivo es conseguir que las maquinas den respuestas similares a las que es capaz
de dar el cerebro que se caracterizan por su generalizacion y su robustez. Estos modelos
matematicos que emplean las redes son multivariantes que utilizan procedimientos iterativos, en
general para minimizar funciones de error (ESPINOZA, 2002). Como se ha dicho en el apartado
anterior se suelen representar mediante grafos, llamados en este contexto neuronas artificiales.
Cada neurona realiza una funcion matematica. Las neuronas se agrupan en capas, constituyendo
una red neuronal. Una determinada red neuronal es confeccionada y entrenada para llevar a cabo

una labor especifica.

Los modelos neuronales utilizan varios algoritmos de estimacion, aprendizaje o entrenamiento

para encontrar los valores de los parametros del modelo, que se denominan pesos sinapticos.

Originalmente la red neuronal no dispone de ningln tipo de conocimiento Gtil aimacenado. Para
gue la red neuronal ejecute una tarea es preciso entrenarla, en terminologia estadistica se diria

gue es necesario estimar los parametros.

En realidad todo el procedimiento es estadistico: primero se selecciona un conjunto de datos, o
patrones de aprendizaje. Después se desarrolla la arquitectura neuronal, nimero de neuronas,
tipo de red; es decir, se selecciona el modelo y el nimero de variables dependientes e
independientes. Se procede a la fase de aprendizaje o estimacion del modelo y a continuacion se

validan los resultados.

Existen dos fases en toda aplicacion de las redes neuronales (SKAPURA, 1991):

Fase de entrenamiento: Durante esta fase la red ajusta los pesos de conexion entre las distintas
unidades siguiendo un determinado algoritmo de aprendizaje. El objetivo del entrenamiento es
encontrar un conjunto de pesos, para los que la aplicacién, dado un conjunto de vectores de
entrada genere el conjunto de salida deseado. Para que la red aprenda se necesitan vectores de
entrenamiento que sean lo suficientemente significativos de lo que se quiere que la red reconozca.

Estos vectores seran aplicados a las unidades de entrada y la sefial se propagara a través de la

13
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red produciendo una salida. Dependiendo del valor de salida obtenido, los pesos de conexién se

modificardn de acuerdo con algun algoritmo de entrenamiento.

Fase de prueba: Una vez que la red se estabiliza, es decir, cuando no hay modificacién de los
pesos, comienza la explotacion de la red. Se aplican unos valores de entrada, se propaga la sefial

através de la red y se obtienen los valores de salida.
1.3. Tipos de Redes Neuronales Artificiales.

Existe una gran variedad de Redes Neuronales Atrtificiales. A continuacion se describen aspectos
fundamentales de las redes neuronales como los niveles de neuronas, las formas de conexién
entre las capas, asi como niveles en la arquitectura, dentro de la cual se encuentran distintas
clasificaciones atendiendo a diferentes criterios. También se explican las funciones base y de
activacion y los tipos de aprendizaje y de entrada. La variacion de algunos de estos parametros es
lo que contribuye a que hoy en dia existan gran variedad de estructuras de Redes Neuronales
Artificiales.

1.3.1 Niveles de Neuronas.

La distribucion de neuronas dentro de la red se realiza formando niveles o capas de un nimero
determinado de neuronas cada una. A partir de su situacion dentro de la red se pueden distinguir

tres tipos de capas:

= De entrada: las neuronas de esta capa reciben los datos que se proporcionan a la RNA
para que los procese.

= Qcultas: son capas que sirven para procesar informacion y comunicar otras capas.

= De salida: estas envian la informacion hacia el exterior, proporciona la respuesta de la red

neuronal. Normalmente también realiza parte del procesamiento.
1.3.2 Forma de Conexién de las Capas.

Las neuronas se conectan unas a las otras usando sinapsis. Si se mira detenidamente se puede
observar que estas uniones a nivel de capa forman distintas estructuras. Se pueden distinguir

varias como:

14
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Unién Todos con Todos:

Consiste en unir cada neurona de una capa con todas las neuronas de la otra capa. Este tipo de
conexionado es el mas usado en las redes neuronales, se usa en todo tipo de uniones desde el

Perceptron Multicapa a las redes de Hopfield.

Figura 1. 5: Union todos con todos.
Unién Lineal:

Consiste en unir cada neurona con otra neurona de la otra capa. Este tipo de union se usa menos
que el anterior y suele usarse para unir la capa de entrada con la capa procesamiento, si la capa
de entrada se usa como sensor. También se usa en algunas redes de aprendizaje competitivo

Q@ Q@ Q@
O O O

Figura 1. 6: Union lineal.
Predeterminado:

Este tipo de conexionado aparece en redes que tienen la propiedad de agregar o eliminar

neuronas de sus capas y de eliminar también conexiones.
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Figura 1. 7: Union predeterminada.

1.3.3 Niveles en la arquitectura.

La arquitectura de una red consiste en la organizacion y disposicion de las neuronas en la red.
Las neuronas se agrupan formando capas, que pueden tener muy distintas caracteristicas.
Ademas las capas se organizan para formar la estructura de la red. Esto se puede observar en la

siguiente figura (1.8).

Neurona Capade Neurona Red Neuronal

> 300 X

Figura 1. 8: Jerarquia de Redes Neuronales Artificiales.

Los niveles en la arquitectura son tres (GPDS, 2001), a continuacion se describen detalladamente.
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1.3.3.1 Microestructura

Hace referencia a los elementos mas pequefios de las redes neuronales: las neuronas, que

pueden tener diferentes formas dependiendo de la aplicacion.

1.3.3.2 Mesoestructura

Es el resultado de la combinacién de las neuronas. Esta se puede realizar de formas diferentes,
siendo aqui donde se habla de capas, y dependiendo del nUmero de éstas y de la conexion entre
ellas se tienen diferentes clasificaciones. Estas quedan expuestas en la siguiente tabla (1.1) y se
explican a continuacion. A la hora de definir la arquitectura de una red neuronal, normalmente se

hace referencia a las tres caracteristicas.

Dependiendo De: Clasificacion:
Monocapa(lcapa)
Numero de capas Multicapa(mas de una capa)

Con conexiones hacia adelante

Con conexiones hacia atras
Transmisién de la informacién
Con conexiones laterales

Totalmente Conectada

NUmero de conexiones Parcialmente conectada

Tabla 1. 1: Clasificaciones de la Redes Neuronales.
= Clasificacion segun el numero de capas.

Monocapa: Las redes monocapa son redes con una sola capa. Para unirse las neuronas crean
conexiones laterales para conectar con otras neuronas de su capa. Han sido ampliamente
utilizadas en circuitos eléctricos ya que debido a su topologia, son adecuadas para ser
implementadas mediante hardware, usando matrices de diodos que representan las conexiones

de las neuronas.
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Multicapa: Las redes multicapa estan formadas por varias capas de neuronas, dos 0 mas.
= Clasificacion segun se transmite la informacion.

Redes feedforward, unidireccional o con conexiones hacia adelante: Este tipo de redes
contienen solo conexiones entre capas hacia delante. Esto implica que una capa no puede tener

conexiones a una que reciba la sefial antes que ella en la dindmica de la computacion.

Redes feedback, retroalimentadas o con conexiones hacia atras: Aparte del orden normal
algunas capas estan también unidas desde la salida hasta la entrada en el orden inverso en que
vigjan las sefiales de informacion. Este tipo de redes se diferencia de las anteriores en que si
pueden existir conexiones de capas hacia atras y por tanto la informacion puede regresar a capas

anteriores en la dindmica de la red.

Redes feedlateral o con conexiones laterales: son conexiones entre neuronas de la misma

capa, este tipo de conexion son muy comunes en las redes mono capa.
= Clasificacion segun el numero de conexiones.

Redes neuronales totalmente conectadas. En este caso todas las neuronas de una capa se
encuentran conectadas con las de la capa siguiente (redes no recurrentes) o con las de la

anterior (redes recurrentes).

Redes neuronales parcialmente conectadas. En este caso no se da la conexion total entre

neuronas de diferentes capas.

1.3.3.3 Macroestructura

Es la combinacion de redes, se podria denominar a este nivel “comité de expertos”. Existen
problemas donde una combinaciéon de redes da un mejor comportamiento que usar una sola red.
Esta combinacién puede ser:

= En paralelo: todas tienen el mismo peso.
= En serie: la salida de unared es la entrada a otra mayor.

= Jerarquica: en problemas de clasificacion, existen redes mas expertas que otras.

18



REDES NEURONALES ARTIFICIALES

Pueden existir otras o variaciones de ellas dependiendo de la aplicacion concreta.
1.3.4 Funciones.

Un modelo que facilita el estudio de una neurona, puede visualizarse en la figura 1.9. Se tiene, en

primer lugar, los inputs o entradas, X, . En segundo lugar, las ponderaciones, f; , que representan

ij?
la intensidad de la interaccion entre neuronas, es decir, indicadores del conocimiento retenido. En

tercer lugar, la regla de propagacion, h;(t)=ac(8;,x;(t)) y la funcion de activacion o
transferencia, g, (h, (t)) (que suele ser determinista, monétona creciente y continua). En ultimo

lugar, la funcion de salida, f;(g; (h(©)) = f,(g](c(8;,x;(t))) ) (TORRA-P, 2004).

ij?

]/ '\ /—;l
\ o 0
S
™ —
= 3 Regla Funcion :
o S - g Funcion
L% ) = de transferencia o o
N/ =7 propagacion activacion
’/
|/ .A\V/f/ T - ]
N~ J ol
. - X _d < >
~ <

h(t)= cr(/3i\; (t) g(h() Fle @)= rlelo(B,.x ()]

Figura 1. 9: Modelo genérico de neurona artificial.

La regla de propagacion es un elemento relevante, que se encarga de transformar las diferentes

entradas que provienen de la sinapsis en el potencial de la neurona.

Una regla de propagacion utilizada es la distancia euclidea. Usada en los mapas de Kohonen y
algunas redes competitivas.

En la figura 1.10 se puede observar que la regla de propagacion puede poseer diferentes formas.
En primer lugar, cuadratica, en segundo lugar, modelos basados en el célculo de distancias entre
vectores, como por ejemplo, la distancia euclidea, en tercer lugar, de caracter no lineal como la

expresion polinébmica y por ultimo, la lineal.
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| Regla de propagacién | h(t)=0(B,.x,(r))
//—- o
/'//
//
Lineal Cuadratica Distancias (Ej. Euclidea) Polinémica (Ej. Orden 2)
h(t)= Zﬂ\ ()= 2(\ —ﬁ}
hlr X L b <P
( ) Z ﬁ ;7'(r)= z Bl'.\'h + z 2 B"x.':x-;‘,:\-i:

Figura 1. 10: Modelos de reglas de propagacion.

El valor que surge de la regla de propagacion elegida debe ser con posterioridad filtrado mediante

la funcion de transferencia o activacion, g(.). Esta funcion se encarga de calcular el nivel de

activacion de la neurona en funcion de la entrada total, también denota la salida de la neurona. En
la tabla 1.2 se muestran las principales funciones de transferencia empleadas en el entrenamiento

de redes neuronales.

Relacion
Nombre Icono Funcion
Entrada /Salida
o ¢ =0mn<0 _
Limitador Fuerte I hardlim
a=1n=z0
- . a=-1n<0 .
Limitador Fuerte Simétrico + hardlims
g =+1un2>0
_ N a=0n<0 _
Lineal Positiva _Z poslin
a=n0<n
Lineal &= 4 purelin
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a=0mn<0
Lineal Saturado m=n0=n=1 yd satlin
a=1n=1
a=-1n<-1
Lineal Saturado Simétrico n=n —-1=n=1 - satlins
d=+1n>1
. o 1 .
Sigmoidal Logaritmico i = — e logsig
1+¢
Tangente Sigmoidal gt — 2 _
. . @ =—- = tansig
Hiperbdlica LN NP
- @ =1 Mewrona conn mar
Competitiva C compet
¢ =0 Elrastode neuronas

Tabla 1. 2: Principales funciones de transferencia empleadas en el entrenamiento de Redes

Neuronales Artificiales.

En dltima instancia queda la funcién salida, f(.) Esta convierte el estado de la neurona en la

salida hacia la siguiente neurona que se transmite por las sinapsis. Usualmente no se considera y

se toma la identidad, de manera que la salida es el propio estado de activacion de la neurona.

Existen algunas redes que transforman su estado de activacion en una salida binaria y para eso
usan la funcion escal6n. Pero también existen otras posibilidades como, por ejemplo, las

funciones probabilisticas.
1.3.5 Tipo de Aprendizaje.

Una de las capacidades que hacen atractivas a las Redes Neuronales Artificiales es su capacidad
para aprender de su entorno y mejorar su respuesta de acuerdo con alguna medida predefinida a

través de un proceso de aprendizaje, que se da a lo largo del tiempo.
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Aprender significa basicamente que la red sufre un cambio de parametros. Mientras dura el

aprendizaje los parametros libres de la red se adaptan a través de un proceso de estimulacion del

entorno en el que la red esta inmersa (HAYKIN, 1994). El objetivo de dicho cambio es mejorar su

respuesta al entorno que se cuantificara con la medida de que el algoritmo de aprendizaje

dispone.

Existen diferentes tipos de aprendizaje que identifican diferentes maneras de relacionarse con el

entorno:

Aprendizaje supervisado: En este tipo de aprendizaje se le proporciona a la RNA una
serie de ejemplos consistentes en unos patrones de entrada, junto con la salida que
deberia dar la red. El proceso de entrenamiento consiste en el ajuste de los pesos para
gue la salida de la red sea lo mas parecida posible a la salida deseada. Es por ello que en
cada iteracion se usa alguna funcion que de cuenta del error o el grado de acierto que esta
cometiendo la red. Ejemplos de este tipo de redes son: el algoritmo de Aprendizaje por
Cuantificacién Vectorial (LVQ) de Kohonen, el Perceptron Simple, la red Adaline, el
Perceptrén Multicapa y la Memoria Asociativa Bidireccional.

Aprendizaje no supervisado o autoorganizado: En este tipo de aprendizaje se presenta
a lared una serie de ejemplos pero no se presenta la respuesta deseada. Lo que hace la
RNA es reconocer regularidades en el conjunto de entradas. Ejemplos de este tipo de
redes son: las memorias asociativas, las Redes de Hopfield, la Maquina de Bolzman y la
Maquina de Cauchy, las redes de aprendizaje competitivo, los Mapas

Autoorganizados(SOM) de Kohonen y las Redes de Resonancia Adaptativa (ART).

De manera general a la hora de clasificar en funcion del aprendizaje en las Redes Neuronales

Artificiales, se suele hablar de los dos tipos de aprendizaje mencionados anteriormente, pero

también se pueden ver dos méas que seguidamente se presentan:

Aprendizaje reforzado: Este aprendizaje descansa en la idea dual premio-castigo, donde
se refuerza toda aquella acciéon que permita una mejora del modelo mediante la definiciéon
de una sefial critica. Un ejemplo es el algoritmo de Aprendizaje por Cuantificacion Vectorial
(LVQ) de Kohonen.

Redes hibridas: Es una mezcla de los anteriores. Unas capas de la red tienen un

aprendizaje supervisado y otras capas de la red tienen un aprendizaje de tipo no
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supervisado. Son un enfoque mixto en el que se utiliza una funcién de mejora para facilitar

la convergencia. Un ejemplo de este ultimo tipo son las redes de base radial.
1.3.6 Tipo de entrada

También se pueden clasificar las RNA segun sean capaces de procesar informacion de distinto

tipo en:

= Redes anal6gicas: procesan datos de entrada con valores continuos y, habitualmente,
acotados. Ejemplos de este tipo de redes son: Hopfield, Kohonen y las redes de
aprendizaje competitivo.

» Redes discretas: procesan datos de entrada de naturaleza discreta; habitualmente
valores l6gicos booleanos. Ejemplos de este segundo tipo de redes son: las Maquinas

de Bolzman y Cauchy, y la red discreta de Hopfield.
1.4. Ventajas que ofrecen las Redes Neuronales Artificiales.

El interés por las Redes Neuronales Artificiales tiene su justificacion en las fascinantes
propiedades que estas poseen. Debido a su constitucién y a sus fundamentos, son capaces de
aprender de la experiencia, de generalizar de casos anteriores a nuevos casos, de abstraer
caracteristicas esenciales a partir de entradas que representan informacion irrelevante, etc. Esto
hace que ofrezcan numerosas ventajas y que este tipo de tecnologia se esté aplicando en
multiples areas. Entre las ventajas se destacan:

= Aprendizaje adaptativo: capacidad de aprender a realizar tareas basadas en un

entrenamiento o en una experiencia inicial.

La capacidad de aprendizaje adaptativo es una de las caracteristicas mas atractivas de redes
neuronales. Esto es, aprenden a llevar a cabo ciertas tareas mediante un entrenamiento con

ejemplos ilustrativos.

Las redes neuronales son sistemas dindmicos autoadaptativos. Son adaptables debido a la

capacidad de autoajuste de los elementos procesales (neuronas) que componen el sistema. Son
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dinamicos, pues son capaces de estar constantemente cambiando para adaptarse a las nuevas

condiciones.

En el proceso de aprendizaje, los enlaces ponderados de las neuronas se ajustan de manera que
se obtengan ciertos resultados especificos. Una red neuronal no necesita un algoritmo para
resolver un problema, ya que ella puede generar su propia distribucion de pesos en los enlaces

mediante el aprendizaje.

= Auto-organizacion: una RNA puede crear su propia organizacion o representacion de la

informacion que recibe mediante una etapa de aprendizaje.

Las redes neuronales emplean su capacidad de aprendizaje adaptativo para auto-organizar la
informacion que reciben durante el aprendizaje y/o la operacion. Mientras que el aprendizaje es la
modificacion de cada elemento procesal, la auto-organizacion consiste en la modificacion de la
red neuronal completa para llevar a cabo un objetivo especifico.

Cuando las redes neuronales se usan para reconocer ciertas clases de patrones, ellas auto-
organizan la informacién usada. Por ejemplo, la red llamada Back-Propagation, creara su propia

representacion caracteristica, mediante la cual puede reconocer ciertos patrones.

= Generalizacion: facultad de las redes neuronales de responder apropiadamente cuando
se les presentan datos o situaciones a las que no habia sido expuesta anteriormente. El sistema
puede generalizar la entrada para obtener una respuesta. Esta caracteristica es muy importante
cuando se tiene que solucionar problemas en los cuales la informacion de entrada no es muy
clara; ademas permite que el sistema dé una solucidn, incluso cuando la informacién de entrada
esté especificada de forma incompleta.

= Tolerancia a fallos: la destruccion parcial de una red conduce a una degradacion de su
estructura; sin embargo, algunas capacidades de la red se pueden retener, incluso sufriendo un
gran dafio. Debido a que una RNA almacena la informacion de forma redundante, ésta puede
seguir respondiendo aceptablemente aun si se dafia parcialmente.

Hay dos aspectos distintos respecto a la tolerancia a fallos:

a) Las redes pueden aprender a reconocer patrones con ruido, distorsionados o incompletos. Esta
es una tolerancia a fallos respecto a los datos.
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b) Las redes pueden seguir realizando su funcién (con cierta degradacion) aunque se destruya

parte de la red.

La mayoria de los ordenadores algoritmicos y sistemas de recuperacion de datos almacenan cada
pieza de informacién en un espacio Unico, localizado y direccionable. En cambio, las redes
neuronales almacenan informacion no localizada. Por lo tanto, la mayoria de las interconexiones
entre los nodos de la red tendran sus valores en funcion de los estimulos recibidos, y se generara

un patron de salida que represente la informacion almacenada.

= Operacion en tiempo real: los computos neuronales pueden ser realizados en paralelo;
para esto se disefian y fabrican maquinas con hardware especial para obtener esta capacidad. La
estructura de una RNA es paralela, por lo cudl si esto es implementado con computadoras o en

dispositivos electrénicos especiales, se pueden obtener respuestas en tiempo real.

Una de las mayores prioridades, casi en la totalidad de las areas de aplicacion, es la necesidad de
realizar procesos con datos de forma muy rapida. Las redes neuronales se adaptan bien a esto
debido a su implementacién paralela. Para que la mayoria de las redes puedan operar en un
entorno de tiempo real, la necesidad de cambio en los pesos de las conexiones 0 entrenamiento

es minima.

= Facil insercion dentro de la tecnologia existente: se pueden obtener chips
especializados para redes neuronales que mejoran su capacidad en ciertas tareas. Ello facilitara

la integracion modular en los sistemas existentes.

Una red individual puede ser entrenada para desarrollar una unica y bien definida tarea (tareas
complejas, que hagan multiples selecciones de patrones, requerirdn sistemas de redes
interconectadas). Con las herramientas computacionales existentes (no del tipo PC), una red
puede ser rapidamente entrenada, comprobada, verificada y trasladada a una implementacion
hardware de bajo coste. Por lo tanto, no se presentan dificultades para la insercion de redes
neuronales en aplicaciones especificas, por ejemplo de control, dentro de los sistemas existentes.
De esta manera, las redes neuronales se pueden utilizar para mejorar sistemas en forma

incremental y cada paso puede ser evaluado antes de acometer un desarrollo mas amplio.
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= Flexibilidad: Una RNA puede manejar cambios no importantes en la informaciéon de
entrada, como sefiales con ruido u otros cambios en la entrada (ej. si la informacién de entrada es
la imagen de un objeto, la respuesta correspondiente no sufre cambios si la imagen cambia un

poco su brillo o el objeto cambia ligeramente).
1.5. Aplicaciones.

El campo de aplicacion de las redes neuronales es practicamente interminable. A continuacion se

presenta un pequefio resumen de estas:
Telefonia

Como ecualizador adaptable de canal. Este dispositivo, tuvo un gran éxito comercial, pues es una
simple red neuronal, usada en sistemas de telefonia a larga distancia para estabilizar las sefiales

de voz.
Aeroespacial

Creacidn de pilotos automaticos, de alta eficiencia en la conduccién. Simulacién de trayectorias de

vuelo. Sistemas de control de aviones. Deteccién de fallas en los componentes del avion.
Automotriz

Sistema de guia automatica de automoviles, analisis de garantia de automoviles.
Actividades bancarias

Chequeo y evaluacion de tarjetas de crédito.

Defensa

Guia de proyectiles, seguimiento de objetivos, discriminacion de objetivos, reconocimiento de

rostros, censores, alarmas, radares, procesamiento de imagenes.

Electronica
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Prediccién de secuencias de cédigos, disefios de circuitos integrados, andlisis de falla en Chips.
Finanzas

Apreciacion del estado real de bienes, consejeras de préstamo, evaluacion empresarial, analisis

financiero, prediccion de precios de monedas circulantes.
Industrial

Prediccién de salida de gases en hornos y otros procesos industriales; ademas en control de
procesos industriales, disefio y andlisis de productos, diagnostico de reparacion de magquinas,
identificacion en tiempo real de particulas, sistemas de inspeccion visual de calidad, andlisis de

soldaduras, disefio y andlisis de productos quimicos, mantenimiento de maquinas.
Medicina

Andlisis de células cancerigenas; disefio de protesis, optimizacion de tiempos en trasplantes,

reduccion de gastos y acondicionamientos de hospitales.

Robdtica

Control de trayectorias, manipulador de controles, sistemas de vision.
Telecomunicaciones

Compresion de imagenes y datos, servicios de informacion automatizada, traduccion en tiempo

real de voces a diferentes idiomas.
Transportacién

Sistemas de diagndstico del freno de un camion, sistemas de rutas, programacion de viajes de

vehiculos.
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1.6. Las Redes Neuronales aplicadas a la categorizacion de texto.

La Categorizaciéon de Texto (CT) consiste en clasificar un conjunto de documentos asignandole

una o mas categorias preexistentes a cada documento (LEWIS, 1992).

Los sistemas de categorizacion de texto necesitan un conjunto de documentos {d;, d,...d.},
conocido con el nombre de coleccion de entrenamiento, etiquetados con categorias {Ci, Cz,...Cm}.
El objetivo de un sistema de categorizacion de texto consiste en decidir si un documento d;
pertenece 0 no a una categoria particular cy. La mayoria de los sistemas de categorizacion dividen
la coleccion de documentos en dos subconjuntos: un subconjunto con documentos de
entrenamiento para predecir las categorias de nuevos documentos, y un subconjunto con
documentos de evaluacién que permitan comprobar la efectividad del sistema generado (LIU,
1999; YANG, 1999).

Para la categorizaciéon de texto se han propuesto una gran cantidad de algoritmos. La mayor parte
de ellos no son, en realidad, especificos para clasificar documentos, sino que se han planteado
para clasificar todo tipo de cosas. Sucede que algunos de éstos han sido utilizados (con méas o
menos adaptaciones) para la clasificacion de documentos. Entre los méas utilizados, estan:
algoritmos Probabilisticos, algoritmo de Rocchio, algoritmo del Vecino M&s Préximo y variantes; y
algoritmos basados en Redes Neuronales Artificiales. Existen varios trabajos que utilizan este
ultimo enfoque para desarrollar sistemas de categorizacion de texto. Un ejemplo es el de Park y Li
(LI, 2006), donde se propone un algoritmo para categorizar textos que usa un Back-Propagation
mejorado al que denominan MRBP (Morbidity Neuron Rectify Back-Propagation Neural Network) y
se demuestra que funciona mejor que el normalmente usado (Back-Propagation Neural Network,
BPNN), sobre todo cuando el tamarfio de las redes es grande ya que elimina muchos de los
defectos del BPNN y mantiene una regla ajustando las neuronas y entrenando la red eficazmente.

También Ruiz y Srinivasan (SRINIVASAN, 1998) presentan los resultados obtenidos de una serie
de experimentos de categorizacion de texto de una coleccion de 2,344 articulos de MEDLINE?.
Los experimentos comparan la actuaciéon de una red Counter-Propagation contra una red Back-

Propagation y demuestran que esta Ultima tiene mejores resultados.

2 MEDLINE es posiblemente la base de datos de bibliografia médica mas amplia que existe. Producida por la Biblioteca
Nacional de Medicina de los Estados Unidos. http://medline.cos.com/
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Lam y Dominic Savio proponen un modelo usando Back-Propagation en la tesis: “Learned Text
Categorization By Back-Propagation Neural Network” (SAVIO, 1996). Los resultados muestran
gue el modelo propuesto es efectivo en la categorizacion de texto y bastante preciso.

Goren-Bar, Kuflik y Lev (GOREN-BAR, 2000), entrenan redes neuronales que usan algoritmos de
aprendizaje competitivo basados en el modelo de Kohonen en sus dos variantes: Mapa auto
organizado (Self-Organizing Map) o SOM y Aprendizaje por Cuantificacion Vectorial (Learning
Vector Quantization) o LVQ. Usan un juego de documentos categorizados manualmente,
extraidos de Internet (documentos sobre compafiias y noticias financieras). Los resultados

experimentales demuestran que el LVQ funciona mejor que el SOM.

Un trabajo que compara la efectividad de los distintos modelos de Kohonen para categorizar
textos seleccionados de Internet es el de Rauber y Merkl (MERKL, 1999). Las pruebas se realizan

con las dos versiones del modelo mostrando finalmente que el LVQ obtiene mejores resultados.

En Valdivia (VALDIVIA, 2004) se compara LVQ con el algoritmo de Rocchio, que ha sido el mas
utilizado en categorizacion de texto sirviendo de caso base para la comparacion de otros sistemas
desarrollados (MARTIN-VALDIVIA, 2003; SEBASTIANI, 2002; URENA-LOPEZ, 2002), se puede
observar que los resultados obtenidos con el modelo LVQ estan muy por encima de los del
algoritmo de Rocchio. Otro ejemplo donde se obtienen magnificos resultados con el algoritmo
LVQ es en el trabajo de Muhammad Fahad y Hayat Khiyal (KHIYAL, 2007) donde se realizan
experimentos de categorizacion de texto utilizando la coleccion Reuters-21578°%. Los resultados
experimentales muestran que el LVQ mejora a otros métodos como Vecino Mas Préximo (K-NN),
Rocchio, Naive Bayes (NB), Arboles de Decision (Decision Tree) y Support Vector Machines
(SVMs).

Garcia Vega, Martin Valdivia y Urefia Lépez en (MARTIN-VALDIVIA, 2003), presentan un sistema
de categorizacion usando la Biblia Poliglota, en Espafiol e Inglés, con un entrenamiento de textos
multilingiies. Comparan el ampliamente usado algoritmo de Rocchio con tres algoritmos que usan
reglas de aprendizaje basadas en redes neuronales: Widrow-Hoff(WH) , Kivinen-Warmuth(KW) y
LVQ. Finalmente demuestran que con el LVQ se obtienen 6ptimos resultados y que mejora

bastante a los otros algoritmos.

% La coleccion de evaluacion REUTERS-21578 para categorizacion de texto esta disponible libremente a través de
Internet en: http://www.davidlewis.com/resources/testcollections/reuters21578/
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Aunque no son muchos los trabajos que utilicen el algoritmo LVQ en categorizacion de texto, cabe
seflalar que los resultados obtenidos con este son realmente prometedores ya que fue
desarrollado para ser un clasificador, sus caracteristicas (que se abordaran detalladamente en el
proximo capitulo) y el hecho de que se ha demostrado que funciona eficientemente en la
categorizacion de texto constituyen motivos por los que se decide que esta tesis esté orientada a

la utilizacion de este algoritmo.

1.7. Conclusiones.

En este capitulo se ha presentado una breve introduccién a las redes neuronales, describiendo
sus caracteristicas basicas, clasificaciones y arquitectura asi como algunas ventajas y
aplicaciones. Finalmente se han comentando varios trabajos interesantes que manejan el enfoque
de las redes neuronales aplicadas a la categorizacion de texto, haciendo énfasis en los algoritmos
gue utilizan. Se han resaltado las investigaciones que hacen uso del algoritmo LVQ puesto que

sera el que se utilice en esta tesis.
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Capitulo 2 Representacion de documentos y Modelo Neuronal de
Kohonen.

En este capitulo se explica en qué consiste la clasificacion asistida por computadora y de manera
general como trabaja un clasificador. Luego se comenta como se procesan los documentos que
se le daran como entrada al clasificador, haciendo un acercamiento a algunos de los mecanismos
gue se usan para esta tarea, mas especificamente a los que se utilizaran en este trabajo. También
se presenta como funciona el modelo de espacio vectorial, seleccionado para la representacion de

la informacion.

Otro aspecto que se define es el modelo neuronal escogido para lo cual se da una breve
introduccién al tipo de aprendizaje que este utiliza. Ademas se especifican las métricas que se

emplean para evaluar la red.
2.1. Clasificacion asistida por computadora.

La decision de clasificar objetos en un numero predefinido de categorias esta basada en las
caracteristicas o propiedades de los objetos. Para llevar a cabo la tarea de clasificacion, una
representacion eficaz de los objetos debe incluir todas las propiedades que son dUtiles para

identificar la categoria a la que los objetos deben asignarse (SAVIO, 1996).

En la clasificacion asistida por computadora, el objeto es usualmente representado por un juego
de atributos o rasgos. Cada rasgo corresponde a una propiedad del objeto a ser representado.
Por lo general este juego de rasgos es agrupado para formar un vector, en el que cada

componente del vector corresponde a un rasgo. Por ejemplo el siguiente es un vector (X) con n

rasgos (f,, f,,..T.):
X=<f,f,..f> (2.1)

El tipo de datos del vector depende del tipo de rasgos que se representan.

En la figura 2.1 se muestra un modelo general de la tarea de clasificacion asistida por

computadora, en este modelo, un juego de vectores de rasgo n-dimensional que representan los
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objetos a ser clasificados se da como entrada al clasificador. Basado en los rasgos contenidos en
cada vector de entrada, el clasificador tomara la decision de asignar una determinada categoria
para los objetos.

Vector de rasgos de entrada Vector de Salida
fl — | e Cl A
2 — ——® (C2
Clasificador :
fn — ———® Cm

Figura 2. 1: Modelo general de clasificacion asistida por computadora.

Esta decision es representada por un vector de salida m-dimensional donde m es igual al nUmero
de categorias predefinidas en la tarea de clasificacion particular. En este caso, el clasificador
puede verse como una funcion que mapea un vector de rasgo n-dimensional en un vector de

salida m-dimensional. Al vector de salida se le suele llamar vector de clasificacion.

Dependiendo de la tarea de clasificacion el vector de salida puede ser un vector binario o un
vector con valores reales. En la clasificacion binaria, el nimero de miembros de la categoria de un
objeto es binario. Es decir una categoria es asignada o no a un objeto. Un uno en un determinado
componente del vector de salida indica que la categoria es asignada al objeto, mientras que un
cero significa que la categoria no es asignada al objeto. Si existen solapamientos entre
categorias, donde un objeto puede ser asignado a mas de una categoria, dos 0 mas bits en el

vector de salida estaran en uno.

Por otra parte en la clasificacién probabilistica, el vector de salida sera un valor real, donde cada
componente del vector de salida sera un nimero real, usualmente entre el rango de [0,1]. El valor
de un determinado componente del vector representa la probabilidad del objeto de pertenecer a
una determinada categoria. Un mayor valor en un componente determinado del vector indica
mayor probabilidad de que el objeto sea miembro de la categoria, mientras que un menor valor

indicaria todo lo contrario.
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2.2. Seleccion de los rasgos

La seleccion del juego de rasgos para describir los objetos a ser clasificados puede tener un gran
impacto en la exactitud del sistema de clasificacion. Es por eso que para incrementar la exactitud
del clasificador, es bueno tener una buena representacion de los rasgos del objeto, que es
considerado un paso critico y que consume mas tiempo en la construccion de un sistema
clasificador (SANZ, 2004).

El proceso de analisis que obtiene la representacion de un documento se denomina indexacion.
Se suelen utilizar numerosas técnicas para mejorar dicho proceso con el fin de aumentar el
rendimiento de los sistemas. Para ello se deben extraer un conjunto de términos adecuados, que
por ser muy elevado se hace necesario realizar algin proceso de reduccion. Existen algunos
mecanismos utilizados para esto, entre los que se encuentran: la semantica latente, el analisis de
componentes principales, las listas de parada, la extraccion de raices, etc. Seguidamente se

comentan los dos ultimos, pues seran los que se utilicen en este trabajo.
2.2.1 Listas de paradas.

En los documentos aparecen términos muy frecuentes y con poco contenido semantico como, por
ejemplo, las palabras en inglés (‘the”, “a”, “and”, “that”,...), que estan presentes en muchisimos
documentos y no aportan practicamente informacion del tema tratado. Estos términos no son
Utiles en las tareas de categorizacion de texto, se denominan palabras vacias (stop-words) y es
conveniente su eliminacién en el proceso de indexado. Para ello se crea una lista de parada
(stoplist) y luego se filtra de modo que cada palabra que aparezca en la lista de parada es

eliminada del documento.

El mayor problema estd en decidir que palabras deben ser afiadidas a la lista de parada. Esto
depende muchas veces del tema que trate el documento porque existen palabras que puede que
no sean consideradas palabras vacias en un documento en inglés de manera general y sin
embargo puede que no sea asi en una coleccion de documentos especializados. Un ejemplo de
ello es (“home”, “page”, “world”, “web”) que no son consideradas palabras vacias en general en el
inglés y sin embargo en una coleccién de documentos relacionados con la World Wide Web

(WWW) si pueden ser consideradas como tal. En el caso de que los temas de |los documentos
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sean desconocidos durante la construccion del sistema, las listas de paradas que se escogen son

usualmente las del lenguaje que se desea categorizar en general.

Las listas de parada se obtienen mediante estudios orientados especificamente a ello, a partir de
un corpus de texto lo suficientemente representativo del idioma considerado. La comunidad
cientifica dispone de listas de palabras vacias para numerosos idiomas, entre las que se incluyen

también algunos verbos, adverbios o adjetivos de uso frecuente.
2.2.2 Extraccion de raices.

Existen palabras en un documento que son variaciones morfolégicas, que aunque aparecen en
diferentes formas, representan el mismo concepto como, por ejemplo, limpio, limpia, limpios,

limpias.

Los algoritmos de extraccion de raices tienen como objetivo obtener un Unico término de
indexacién a partir de las diferentes variaciones morfolégicas de una palabra, como por ejemplo:
‘comunicacion”, “comunicante” o “comunicado”, compartirian la raiz “comunic-", que no sera

necesariamente la raiz linguistica de la palabra.

Dentro de estas técnicas, los stemmers méas conocidos son los algoritmos de Lovins (LOVINS,
1968), Dawson (DAWSON, 1974), Porter (PORTER, 1980), y Paice (PAICE, 1990) y se suelen
aplicar al idioma inglés (GALVEZ, 2006). Entre estos métodos uno de los mas utilizados es el
algoritmo de Porter que permite extraer los sufijos y prefijos comunes de palabras literalmente
diferentes pero con una raiz comdn que pueden ser consideradas como un solo término,

asegurando que la forma de las palabras no penalice la frecuencia de estas.
2.3. Modelo de representacion de informacion.

El procesamiento de los documentos consta de dos etapas fundamentales: la primera etapa es el
preprocesado de los documentos, que consiste en preparar los documentos para su
parametrizacion, eliminando aquellos elementos que se consideran superfluos. Aqui se lleva a
cabo un proceso de indexacion y usualmente se utilizan mecanismos como los que han sido
mencionados anteriormente: las listas de paradas, eliminando las palabras vacias y la extraccion

de raices, transformando los términos en la raiz mediante algun algoritmo de stemming. La otra
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etapa es la parametrizacion que es una etapa de complejidad minima una vez se han identificado
los términos relevantes. Consiste en realizar una cuantificacion de las caracteristicas (es decir, de
los términos) de los documentos; que no es mas que construir un vector para cada documento
con tantas componentes como términos han quedado en la lista. Esto se puede realizar de varias
formas, los modelos mas utilizados son el modelo booleano, el modelo probabilistico y el modelo
de espacio vectorial. A continuacion se comenta este Ultimo que sera el que se utilice en esta
tesis.

2.3.1 Modelo de espacio vectorial.

En el modelo de espacio vectorial o MEV (Space Vector Model-SVM) (SALTON, 1975) se
considera el caracter semantico de los documentos, mediante la asignacion de pesos a los

términos, que indica su presencia o importancia en el documento o en la coleccion.

La idea basica de este modelo reside en la construccion de una matriz de términos y documentos,
donde las columnas fueran estos Ultimos y las filas correspondieran a los términos incluidos en
ellos. Asi, las columnas de esta matriz (que en términos algebraicos se denominan vectores)
serian equivalentes a los documentos que se expresarian en funcion de las apariciones
(frecuencia) de cada término. De esta manera, un documento podria expresarse de la manera d1=
1,2,0,0,0,.. ... .., 1, 3) siendo cada uno de estos valores el nimero de veces que aparece cada
término en el documento. La longitud del vector de documentos seria igual al total de términos de

la matriz (el nimero de filas).

De esta manera, un conjunto de m documentos y de n términos almacenados en ese conjunto de
documentos seria una matriz de n filas por m columnas. El valor de cada componente del vector
representa la importancia relativa de ese término en el documento. Una aproximaciéon comudn para
el pesado de términos usa la frecuencia de ocurrencia de una palabra determinada en el
documento para representar las componentes del vector. Para calcular los pesos de los términos

se usa la ecuacién estandar tf -idf , donde tf (term frequency) identifica la frecuencia del término

en el documento, y idf (inverse document frecuency) es la inversa de la frecuencia de documento

definida como:

idf, =log,(M/: )
Afi (2.2)
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Donde df, (document frequency-frecuencia del documento) identifica al nimero de documentos de

la coleccioén en el que se encuentra presente el término i y M es el nimero total de documentos

en la coleccion.

De esta manera, el peso del término ien el documento d;(w;) se calcula segin la siguiente

ecuacion:

w; =tf; -idf, (2.3)
donde tf; es el nimero de ocurrencias del término ien el documento d; .
Asi, cada documento d; queda representado como un vector de la forma:

dj = (Wy, Wy Wy) (2.4)

En tareas en las que las clases estan predefinidas (como por ejemplo, en la CT) es preciso
obtener una representacion de las categorias. Para ello se utilizan vectores de pesos con los

términos que se incluyen en cada categoria.

Cada categoria ¢, queda representada como un vector de la forma:

C, =(Cy,CopsnCri) (2.5)

La similitud entre el documento dj y la categoria ¢, se puede calcular de diferentes formas,

ejemplos son: la medida del coseno del angulo entre los vectores, la distancia euclidea, el
producto escalar de dos vectores, etc, siendo la primera una de las mas utilizadas. Asi, la similitud

entre el documento dj y la categoria ¢, se obtiene segun la siguiente ecuacion:

N
Zwij “Cix

sim(d,c,) = —= (2.6)

N N
\/Z Wzij 'ZCzik
i=1 i=1
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2.4. Aprendizaje.

Una cuestion importante en un sistema clasificador de texto es el algoritmo de aprendizaje que
emplea el modelo seleccionado para la clasificacién. En este caso se ha escogido la versiéon
original del modelo Kohonen: algoritmo de Aprendizaje por Cuantificacién Vectorial (Learning
Vector Quantization-LVQ). Para una mejor comprension del modelo se explicara primeramente en

que consiste el aprendizaje competitivo, que es el que este utiliza.
2.4.1 Aprendizaje competitivo.

En las redes con aprendizaje competitivo suele decirse que las neuronas compiten entre si con el
fin de llevar a cabo una tarea determinada. Con este tipo de aprendizaje se pretende que cuando
se presente a la red cierta informacion de entrada, solo una de las neuronas de salida de la red, o
una por cierto grupo de neuronas, se active (alcance su valor de respuesta maximo). Por tanto las
neuronas compiten para activarse quedando finalmente una, o una por grupo, Como neurona
vencedora y el resto quedan anuladas y son forzadas a sus valores de respuestas minimos. Esto

se conoce con el nombre de Winner-Take-All (WTA).

En las redes competitivas existen neuronas con conexiones de autoexitacion (signo positivo) y
conexiones de inhibicion (signo negativo) por parte de neuronas vecinas (conexiones laterales).
En la figura 2.2 se pueden observar estas conexiones. Aqui se representan las conexiones de una
sola unidad.

Figura 2. 2: Conexiones autoexitatorias e inhibitorias de una capa competitiva.

El objetivo de este aprendizaje es categorizar los datos que se introducen en la red, de esta forma

las informaciones similares son clasificadas formando parte de la misma categoria. Asi, dichos
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valores de entrada deberan activar la misma neurona de salida que sera la que represente a la

categoria a la que pertenecen estos datos.

Si el aprendizaje es no supervisado, las categorias deben ser creadas por la misma red a través
de las correlaciones entre los datos. En caso contrario, las clases vendran determinadas por los

datos de entrenamiento.

Tuevo Kohonen ha sido un fuerte proponente de las redes competitivas, sin embargo su énfasis

ha sido en aplicaciones para ingenieria 'y en descripciones de eficiencia matematica de las redes.

En 1982 Kohonen se basa en los trabajos de Grossberg y Von der Malsburg para desarrollar un
modelo que permite incorporar topologia a una red competitiva utilizando el principio de inhibicién
lateral*. Su principal aportacion consiste en un procedimiento para conseguir que unidades

fisicamente adyacentes aprendieran a representar patrones de entrada similares.
2.5. Modelo neuronal de Kohonen.

Existen evidencias que demuestran que en el cerebro hay neuronas que se organizan en muchas
zonas, de forma que las informaciones captadas del entorno a través de los 6rganos sensoriales

se representan internamente en forma de mapas bidimensionales.

Aunque en gran medida esta organizacién neuronal estd predeterminada genéticamente, es
probable que parte de ella se origine mediante el aprendizaje, esto sugiere que el cerebro podria
poseer la capacidad inherente de formar mapas topoldgicos de las informaciones recibidas del
exterior, de hecho esta teoria podria explicar su poder de operar con elementos semanticos:
algunas areas del cerebro simplemente podrian crear y ordenar neuronas especializadas o grupos
con caracteristicas de alto nivel y sus combinaciones, en definitiva se construirian mapas

especiales para atributos y caracteristicas.

A partir de estas ideas Tuevo Kohonen present6 en 1982 un sistema con un comportamiento
semejante, se trataba de un modelo de red neuronal con capacidad para formar mapas de

caracteristicas de manera similar a como ocurre en el cerebro; el objetivo de Kohonen era

* La inhibicion lateral ocurre cuando una neurona se activa, ésta produce un estado excitatorio en las células mas
cercanas y un efecto inhibitorio en las mas lejanas.
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demostrar que un estimulo externo (informacién de entrada) por si solo, suponiendo una
estructura propia y una descripcion funcional del comportamiento de la red, era suficiente para

forzar la formacion de los mapas.

Este modelo tiene dos variantes denominadas LVQ (Learning Vector Quantization) y TPM
(Topology Preserving Map) o SOM (Self Organizing Map), ambas se basan en el principio de
formacion de mapas topoldgicos para establecer caracteristicas comunes entre las informaciones
(vectores) de entrada a la red, aunque difieren en las dimensiones de estos, siendo de una sola

dimension en el caso de LVQ y bidimensional o tridimensional en la red SOM.

El aprendizaje en el modelo de Kohonen es de tipo Off-line, por lo que se distingue una etapa de
aprendizaje y otra de funcionamiento. En la etapa de aprendizaje se fijan los valores de las
conexiones (feedforward) entre la capa de entrada y la salida. En ambos modelos se utiliza un
aprendizaje competitivo por refuerzo. Puesto que se trata de un aprendizaje por refuerzo, si la
neurona acierta en la salida, se le premia modificando sus pesos de conexion positivamente de
manera que se refuerza dicha conexién. Si por el contrario, la neurona falla, sus pesos se

modifican negativamente como castigo al error cometido.

Durante la etapa de entrenamiento, se presenta a la red un conjunto de informaciones de entradas
(vectores de entrenamiento) para que esta establezca en funcion de la semejanza entre los datos
las diferentes categorias (una por neurona de salida), que servirian durante la fase de
funcionamiento para realizar clasificaciones de nuevos datos que se presenten a la red. Los
valores finales de los pesos de las conexiones entre cada neurona de la capa de salida con las de
entrada se corresponderan con los valores de los componentes del vector de aprendizaje que
consigue activar la neurona correspondiente. En el caso de existir mas patrones de entrenamiento
gue neuronas de salida, mas de una debera asociarse con la misma neurona, es decir

perteneceran a la misma clase.

En este modelo el aprendizaje no concluye después de presentarle una vez todos los patrones de
entrada, sino que habrd que repetir el proceso varias veces para refinar el mapa topoldgico de
salida, de tal forma que cuantas mas veces se presenten los datos, tanto mas se reduciran las
zonas de neuronas que se deben activar ante entradas parecidas, consiguiendo que la red pueda

realizar una clasificacion mas selectiva.
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A continuacion se explica con mayor profundidad una de las variantes del modelo de Kohonen:

LVQ qgue como se ha dicho antes sera el algoritmo de aprendizaje que se utilice en este trabajo.
2.5.1 Aprendizaje por Cuantificacion Vectorial.

El algoritmo de Aprendizaje por Cuantificacion Vectorial o LVQ se puede ver como la version
supervisada del modelo de Kohonen. Utiliza también un aprendizaje competitivo y por refuerzo,
pero en este caso los datos de entrenamiento contienen la respuesta correcta para cada modelo
de entrada. En cada etapa del entrenamiento solamente la unidad que gana la competicion sera la
gue modificara sus pesos de conexion.

2.5.1.1 Arquitecturay entrenamiento de la red.

En cuanto a la arquitectura de red, el modelo LVQ utiliza una red de dos capas. Sus conexiones

se realizan hacia delante (feedforward). Los pesos de conexidn se representan mediante una

matriz W'de S* xR pesos (Figura 2.3).

Entrada Capa Competitiva Capa Lineal

N L

Rl

1 2
@ \ 5 5

a'=compet(n') a’=W-a'

Figura 2. 3: Red LVQ.

En este modelo cada neurona de la primera capa es asignada a una clase, después cada clase es
asignada a una neurona en la segunda capa. El nimero de neuronas en la primera capa, S* debe

ser mayor o al menos igual que el nimero de neuronas en la segunda capa S?.

El modelo de Kohonen debe ser ajustado mediante una primera fase de entrenamiento, para
posteriormente ser utilizado en su fase de produccion.
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El proceso de entrenamiento empieza con la inicializacién de los pesos sinapticos W'. La
inicializacién se puede realizar de varias formas, entre ellas estan: pesos nulos, aleatorios de

pequeiios valor absoluto, o con un valor de partida predeterminado. Luego se escoge
aleatoriamente un vector p del conjunto de entrada R. Cada vector prototipo W', que son los

vectores que representan los pesos de conexion, calcula su distancia con respecto al vector de
entrada en base a alguna funcion (producto interno, funcion coseno, distancia Hamming...). Un

criterio de medida muy utilizado es la distancia euclidea:

Rew' =3 (r -w?)? @.7)

Después se establece una competicion entre los vectores prototipos y el vector de entrada para
determinar cuél es el mas cercano al vector de entrenamiento que sera proclamado ganador de
dicha competicion. Es decir se determina la neurona ganadora, cuya distancia sea la menor de

todas.

La salida de la primera capa de la red LVQ seria:
a' = compet(n*) (2.8)

Donde a eslasaliday n esla entrada neta a la funcion de transferencia, esta entrada neta seria:

_ _
i —PH
- g
w —_—
nl —| 17
- g
w i
s i 2.9)

Compet es una funcién de transferencia que encuentra el indice i* de la neurona con la entrada

neta mas grande y fija su salida en uno, el resto de las neuronas tienen salida 0.

Entonces la neurona cuyo vector de pesos esté cercano al vector de entrada tendra salida 1 y las
otras neuronas, tendran salida O; la salida no cero representa una sub- clase, muchas neuronas

(subclases), conforman una clase (Figura 2.4).
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Neuronas de
Salida

Neuronas de
Entrada

Figura 2. 4: Comportamiento de las neuronas en una red LVQ.

La segunda capa de la red LVQ es usada para combinar subclases dentro de una sola clase, esto
es realizado por la matriz de pesos W? Las columnas de W? representan las subclases y las

filas representan las clases, W ? tiene un solo 1 en cada columna, todos los demas elementos son

cero, lafila en la cual se presenta el 1 indica cual es la clase a la que la subclase pertenece.

Wi =1 ; la subclase i pertenece alaclase k (2.9)

Una propiedad importante de esta red, es que el proceso de combinar subclases para formar
clases, permite la creacion de clases mas complejas. Una capa competitiva estandar tiene la
limitacion de que puede crear solo regiones de decision convexas; la red LVQ soluciona esta

limitacion.

Para generar la matriz W ? , antes de que suceda el aprendizaje cada neurona en la segunda capa

es asignada a una neurona de salida; por lo general igual nimero de neuronas ocultas son
conectadas a cada neurona de salida, para que cada clase pueda ser conformada por el mismo

namero de regiones convexas.

Una vez que W? ha sido definida nunca sera alterada.
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Para obtener la salida final se multiplica W ?a'que indicara a quien esta siendo asignado el vector

de entrada p presentado inicialmente a la red.

Se procede entonces a la actualizacién de los pesos sinapticos de la neurona ganadora por medio

de la regla de Kohonen que es empleada para mejorar la capa oculta de la red LVQ.

Puesto que los vectores prototipos y los patrones de entradas estan etiquetados con las clases a
las que pertenecen, las correcciones son del tipo premio o castigo. Si se acert6 en la clasificacion
(la clase del vector prototipo y la clase del vector de entrada coinciden) se premia al vector
prototipo acercandolo al vector de entrada. Por el contrario, si la clasificacion no se ha realizado
correctamente (la clase seleccionada por el vector prototipo es diferente a la clase del vector de
entrada), se castiga al vector prototipo alejandolo del vector de entrada. La modificacion de los

pesos en el instante t se realiza segun la siguiente ecuacion:

W () +a(ORO—W ()]
si W'(t) y R(t) pertenecena la mismaclase

WH(E+D) =1, wH () - () [RE)— W' (1)] (2.10)
si ,w'(t) y R(t) pertenecena clasesdiferentes
WiH(t) siizk

Donde «(t) es latasa de aprendizaje. La tasa de aprendizaje es un parametro que utiliza muchas
redes neuronales en su fase de entrenamiento para controlar la velocidad de convergencia de los
pesos sinapticos. Resulta de gran importancia la eleccion de un valor adecuado para la tasa de
aprendizaje que permita hallar un punto de equilibrio entre la velocidad de convergencia y la
estabilidad final de los vectores prototipo. Una tasa de aprendizaje cercana a 0, hace que el
aprendizaje sea lento pero asegura que cuando un vector prototipo haya alcanzado el centro de
una clase, se mantenga alli indefinidamente. Por el contrario, valores altos de «(t) cercanos a 1
hacen que el acercamiento del vector prototipo al vector de entrada sea muy rapido, pero los
pesos tendrdn grandes oscilaciones provocando, en ocasiones, cierta inestabilidad. Se suele
inicializar «(t) a algun valor no muy alto, como por ejemplo 0,3; y se decrementa a medida que

avanza el entrenamiento segun alguna funcién, de manera que al final del proceso su valor sea
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muy cercano a 0. Normalmente, por motivos computacionales, se suele elegir una funcion lineal,

mondtona decreciente y que tome valores en el intervalo (0,1), como la mostrada a continuacion:

a(Q) = o (L- ) (2.11)

a,

o |

»

@ ¢

Figura 2. 5: Representacion grafica de la ecuacion lineal decreciente (2.11).

El proceso de entrenamiento que sigue el algoritmo LVQ se muestra de manera resumida en la

siguiente secuencia de pasos:

N

Inicializar los pesos de conexion W™,

Se presenta a la red un vector de entrada p=(p,,pP,..P,) Seleccionado
aleatoriamente y se calcula la distancia a cada vector prototipo.

Las neuronas ocultas compiten, la neurona i° gana la competicion y el i’ -ésimo
elemento de a' se fija en 1 (ecuacion 2.8).

a' es multiplicada por W? para obtener la salida final a®, la cual tiene solamente un
elemento no cero, k*, indicando que el patrén p esta siendo asignado a la clase k™.
Modificar los pesos de la unidad ganadora premiandola o castigandola segun sea el
caso (ecuacion 2.10)

Decrementar «(t) .

Repetir desde el paso 2 hasta que los pesos no cambien o durante un namero fijo de

iteraciones.

Uno de los problemas que presenta el algoritmo LVQ esta relacionado con la estabilidad de la red

que se produce cuando las clases estan muy juntas, ocurriendo en ciertos casos que un vector de
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pesos que intenta apuntar a una determinada clase, acabe entrando en la regién de otro vector de
pesos cercano. Otro problema que posee este algoritmo esta relacionado con los pesos de
conexion y se conoce con el nombre de neurona muerta. Es posible que inicialmente el vector de
pesos asociado a una neurona de salida se encuentre muy lejos de cualquiera de los vectores de
entrada y, por lo tanto, nunca sea capaz de ganar la competicion, con lo cual, nunca se le
permitira aprender o sea modificar sus pesos. Se trata de una neurona muerta en la red que
deberia ser eliminada o forzada a aprender. Una posible solucion consiste en afiadir una ganancia
negativa a la entrada de cada neurona y decrementar asi la ganancia total cada vez que la
neurona gane la competicion. Con esto, se hace mas dificil que una neurona gane sucesivamente

la competicion. Este mecanismo se conoce con el nombre de conciencia.

Existen variantes del algoritmo LVQ. La version original del modelo propuesto por Kohonen se
conoce como LVQ1l y es la que se ha descrito hasta aqui. Posteriormente Kohonen y sus
colaboradores proponen varias modificaciones del algoritmo conocidas como LVQ2.1, LVQ3 vy
OLVQLl.

Es dificil decidir cual seria la version mas apropiada para un problema dado. Muchos autores
incluido Kohonen sostienen que los resultados obtenidos con las distintas estrategias son
similares. Por ello, mayormente se suele utilizar el LVQ1 ya que es el que requiere el ajuste de
menos parametros. Por esto en esta tesis se realizan los experimentos con el algoritmo LVQ1
originalmente propuesto por Kohonen y que se puede llamar simplemente LVQ.

2.6. Métricas de evaluacion.

Una cuestién importante en el desarrollo de sistemas es la evaluacion del mismo. Aunque un
sistema se debe medir en términos de eficiencia, que es la que se ocupa de aspectos tales como
el tiempo de ejecucion, el espacio de almacenamiento...etc; y efectividad, que es la que se orienta
a temas de calidad de resultados; este trabajo se centra principalmente en la evaluacion de la

efectividad.

Existen diferentes medidas que se han propuesto para medir la efectividad de un sistema
clasificador. Dos medidas ampliamente utilizadas son: la precisién y la tasa de recuperacion o

recall. Estas inicialmente se aplicaron en el ambito de la recuperacion de informaciéon pero
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posteriormente se extendi6 su uso a otras tareas ajustando en cada caso cada una de las
medidas.

La precision puede ser vista como una medida de exactitud o fidelidad, mientras que el recall es
una medida de integridad.

Precision

p_ elementos correctame ntente clasificad os como pertenecie ntes ala categoria 2.11)
total de elementos clasificad os como pertenecie ntes ala categoria '

Recall

_ elementos correctame ntente clasificad os como pertenecie ntes a la categoria
total de elementos que en realidad pertenecen ala categoria

R

(2.12)

Asi la precision representa la capacidad del clasificador para evitar clasificar en una categoria
aquellos documentos que no deben ser categorizados con esa categoria (ecuacion 2.11) y el
recall representa aquellos documentos que deberian ser clasificados en una determinada
categoria (ecuacion 2.12).

De esta manera una tabla de contingencia para cada categoria seria:

Si es correcto |No es correcto
El sistema dice|tp fp
Si
El sistema dicelfn tn
No

Tabla 2. 1: Tabla de contingencia.

A continuacion se calcula la precisién y el recall segun las ecuaciones 2.13 y 2.14.

p-_1P
tp+ fp

(2.13)
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R=_P (2.14)
tp+

Donde tp son los verdaderos positivos; fpson los falsos positivos y fnson los falsos negativos.

Se puede medir la efectividad media de un clasificador de una manera global mediante otras dos

medidas: la precision microaveraging P, (ecuacion 2.15) que consiste en calcular la precision

media para todas las categorias y la precision macroaveraging P,..,, (ecuacion 2.16) que consiste

en calcular la media de la precision de cada una de las categorias.

K
Dt
i=1

P, =t (2.15)
D (tp+ fn)
i=1
K
>P
Prero = :< (2.16)

Donde K es el numero de categorias.

En algunas ocasiones se suelen combinar la precision y el recall para dar lugar a otras medidas
gue permitan comprobar la efectividad del sistema con un unico valor. Siendo una de las medidas

mas utilizadas la conocida como la medida F;:

2PR
F(R,P) = 2.17
( ) P+R ( )

2.7. Conclusiones.

En este capitulo se ha presentado primeramente como funciona un clasificador de texto de
manera general. Se han destacado los pasos principales que se llevan a cabo para procesar los
documentos que se le dan como entrada al clasificador, haciendo énfasis en las listas de parada y

los algoritmos de extracciéon de raices, que son los mecanismos para reducir los vectores de
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rasgos, gue se aplicaran a los experimentos que se realicen en este trabajo. Se ha explicado el
Modelo de espacio vectorial que es el que se utilizara posteriormente para representar la
informacion.

Seguidamente se han dado los fundamentos del aprendizaje competitivo que es una de las bases
para entender el modelo neuronal que se propone. Luego se ha estudiado el modelo neuronal de
Kohonen analizando en detalle su version supervisada, el algoritmo LVQ. De este se ha
presentado su arquitectura y su algoritmo de entrenamiento, asi como algunas caracteristicas que

resultan verdaderamente interesantes.

Finalmente se ha dedicado un apartado a las métricas recalcando las que serviran para evaluar el

sistema.
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Capitulo 3 Algoritmo LVQ aplicado a la categorizacion de texto.

En este capitulo se estudia la aplicacion del algoritmo LVQ a la categorizacion de texto.
Primeramente se comenta de manera general la clasificacibn automatica de documentos. A
continuacion se presentan los experimentos realizados con el algoritmo LVQ. Para ello se
describe la coleccion de entrenamiento utilizada, de manera resumida la herramienta empleada
para realizar el entrenamiento y las pruebas; y finalmente se realiza una evaluacion y se analizan

los resultados obtenidos.
3.1. Clasificacion automatica de documentos.

Por clasificacion automatica de documentos se entiende, en sentido amplio, un conjunto de
algoritmos, técnicas y sistemas capaces de asignar un documento a una 0 mas clases,
construidos segun su afinidad temética. Basicamente, se tienen dos escenarios posibles: cuando
el propio sistema debe determinar qué clases o grupos han de producirse; y cuando las clases o
grupos son determinados a priori por personas. En este Ultimo caso se suele hablar de
categorizacion o clasificacion automatica supervisada, ya que requiere supervision o intervencion
de personas, tanto para disefiar las clases o categorias, como para ensefiar o entrenar al sistema.
Para esto se utilizan colecciones de entrenamiento, cuyos documentos han sido previamente

categorizados.

La clasificacibn automatica de documentos ha sido ampliamente estudiada por diversos
investigadores. Puede contemplarse como un proceso de “aprendizaje matematico-estadistico”,
durante el cual un algoritmo implementado computacionalmente capta las caracteristicas que
distinguen cada categoria o clase de las demas, es decir, aquellas que deben poseer los
documentos para pertenecer a esa categoria. Estas caracteristicas no tienen por qué indicar de
forma absoluta la pertenencia a una clase o categoria, sino que mas bien lo hacen en funcién de
una escala o graduacion. De esta forma, por ejemplo, documentos que posean una cierta
caracteristica tendran un factor de posibilidades de pertenecer a determinada clase. De modo que
la acumulacion de dichas cantidades puede arrojar un resultado consistente en un coeficiente
asociado a cada una de las clases existentes. Este coeficiente o que expresa en realidad es el
grado de confianza o certeza de que el documento en cuestidén pertenezca a la clase asociada al

coeficiente resultante.
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Como se decia anteriormente los sistemas de categorizacion de texto necesitan un conjunto de
documentos etiqguetados con categorias que se conoce con el nombre de coleccion y que
mayormente se divide en dos subconjuntos [Yang, 1999; Yang y Liu, 1999]:

= Un subconjunto con documentos de entrenamiento que permite predecir las categorias de
nuevos documentos.
= Un subconjunto con documentos de evaluacion que permita comprobar la efectividad del

sistema generado.

A continuacion se describe en detalle el experimento realizado para categorizar texto con el
algoritmo LVQ.

3.2. Descripcion de los experimentos.

Para cumplir el objetivo de esta tesis se construy6 una coleccion de entrenamiento manualmente
que esta compuesta por documentos de noticias de prensa, extraidas de los periddicos: Granma®,
Juventud Rebelde®, Agencia Cubana de noticias (ACN)’, Prensa Latina®, Cubarte®, CNN°; y de un
sitio que publica cuentos erdticos™. Todos estos documentos estan en el idioma inglés. Se
escogid este lenguaje debido a que es el que mas esta presente en Internet segun estudios
realizados por Direccion Terminologia e Industrias de la Lengua [DTIL 2007]. En las tablas 3.1 y

3.2 se muestran algunas estadisticas.

5 http://www.granma.cu/ingles/index.html|
http://www.juventudrebelde.co.cu/

" http://www.cubanews.ain.cu/

8 http://www.prensa-latinaenglish.com/

i http://www.cubarte-english.cult.cu/

Y http://edition.cnn.com/

1 http://stories.xnxx.com/story/
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Porcentaje de paginas WEB
Mayo 2007

Inglés 45,00%
Espaiiol 3.80%
Francés 4,41%
kaliano 2,66%
Portugues 1,39%
Rumano 0.28%
Aleman 5,90%
Catalan 0, 14%
Resto 36,54%

Tabla 3. 1: Porcentajes totales de paginas Web en los idiomas del estudio.

Inglés Espaiiol | Portugués | Francés Italiano Rumano Alemian Catalin Otros
2005 | 2007 | 2005 | 2007 | 2005 | 2007 [ 2005 | 2007 | 2005 [ 2007 | 2005 | 2007 | 2005 | 2007 | 2005 | 2007 | 2005 | 2007
Millenes
de 2954 366 | 72,0 |101,5| 24,4 (47,3 | 33,9 | 58,4 [ 304 | 31,4 | 44 | 49 | 553 | 58,9 X 20 | 33,16 | 483,7
internmtas
% de
. 3562 | 3,7 | 3,68 | 8.8 | 294 | 41 |09 | 51 367 | 27 |053| 04 [667| 51 | X |02 | 3781 | M9
internatas

Tabla 3. 2: NUmero de internautas por lengua.

3.2.1 La coleccién de entrenamiento.

Se definieron cinco categorias, cuatro adecuadas y una nociva: cultura, ciencia y tecnologia,

deporte, economia y erotico respectivamente. Estas categorias fueron escogidas de este modo
debido a que el proyecto FILPACON tiene como objetivo fundamental regular el acceso a Internet

partiendo de algoritmos inteligentes que categoricen las paginas Web de acuerdo a su contenido.

Se han adquirido 200 documentos por cada categoria, por lo que la coleccion de entrenamiento

gue se ha utilizado esta compuesta por 1000 documentos.
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Puede notarse que aunque se han dividido los documentos en categorias, entre algunas de ellas
pudieran darse solapamientos: por ejemplo, entre Tecnologia y Economia, ya que avances

tecnoldgicos pueden traer repercusiones satisfactorias en la economia.
3.2.2 Preprocesado de los documentos.

Para poder llevar a cabo la clasificacion automética es preciso primeramente procesar los
documentos. Para ello se convirtieron todas las mayusculas a minusculas y se eliminaron los
nuameros. Se aplico un filtro para reducir la cantidad de letras consecutivas repetidas mas de tres
veces en una palabra. Se han eliminado las palabras vacias que se encuentran en la lista de
parada del sistema SMART"?, que contiene un total de 571 palabras, de modo que cada término
gue aparece en la lista de parada ha sido eliminado de los documentos. También se eliminaron

413

las 1000 palabras més frecuentes del idioma inglés™ debido a que estas palabras tienen una gran

probabilidad de aparecer en casi todos los documentos y haria que el idf (inverse document

frecuency) fuera cero y entonces la representacion del término en el espacio vectorial seria cero.
Esta lista de las 1000 palabras mas frecuentes del inglés tiene un total de palabras procesadas
de: 66406121, con un total de palabras diferentes de: 240958; y las palabras mas comunes
aparecen en orden de acuerdo a su frecuencia de aparicién. En la figura 3.1 se muestra un

fragmento de esta lista.

# words : 66406121
# distinct words : 240953

mean frequency : 275.38 [ztandard deviation: 11650.4)
rank: 1 the 3837469
rank: 2 of 1644414
rank: 3 to 16428354
rank: 4 a 1e36085
rank: 5 and 1523004

Figura 3. 1: Fragmento de la lista de palabras mas frecuentes del inglés.

2 SMART es uno de los principales sistemas de recuperacion de informacion de dominio publico disponible a través de
Internet en la direccion ftp:/ftp.cs.cornell.edu/pub/smart

3 as 1000 palabras mas frecuentes del idioma inglés estan disponibles en:
http://members.unine.ch/jacques.savoy/clef/index.html
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Luego, a cada término se le aplicé la funcion de stemming de Porter'* ampliamente utilizada y
disponible, que permite extraer los sufijos y prefijos comunes de palabras literalmente diferentes
pero con una raiz comun que pueden ser consideradas como un solo término. Tras este

preprocesado se tiene un total de 21 730 palabras que constituyen el dominio de la aplicacion.

Después de filtrados los documentos se utiliza el MEV como modelo de representacion textual
(descrito en la seccion 2.3.1). Basicamente, cada documento se representa mediante un vector de
términos. Cada término lleva asociado un coeficiente o peso que trata de expresar la importancia

o grado de representatividad de ese término en ese vector o documento.

La red tendra, un total de 21 730 unidades de entrada (correspondientes al total de términos

utilizados) y 5 unidades de salida (correspondientes a las 5 categorias que se van a aprender).
3.2.3 Entrenamiento y evaluacion de los resultados.

Una vez procesados los documentos y las categorias, se comienza el entrenamiento con el

algoritmo LVQ.

Para realizar el entrenamiento y las pruebas se ha utilizado WEKA que es un paquete de software
escrito en JAVA para implementar algoritmos de aprendizaje. A pesar de que resulta ser lento,

posee grandes ventajas como las que se enuncian a continuacion:

» De libre distribucion.

= Multiplataforma.

= Tiene muchos algoritmos de regresion/clasificacion.

= Incluye meta-algoritmos de aprendizaje (Bagging, AdaBoosting...)

= Tiene preprocesado de datos (seleccion, estadisticas,...)

» Incorpora herramientas para la visualizacion de los datos y resultados.
= Se distribuye también su codigo fuente JAVA.

= Se pueden afadir nuevas clases de clasificadores Yy filtros.

= Tiene versiones de consola y con interfaz grafico.

14 gl algoritmo de Porter es uno de los algoritmos de extraccidon de raices de palabras en inglés mas utilizado.
Disponible en Internet a través de la direccion: http:/iwww.tartarus.org/~martin/PorterStemmer
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Para realizar el entrenamiento con esta herramienta primeramente se han cargado los datos
almacenados en un fichero de extension .arff, que es el formato que soporta WEKA, el cual
contiene la coleccion completa; de ella se toma el 75% para realizar el entrenamiento de la red y
el 25% para comprobar la efectividad de esta. Durante el proceso la red ird tomando de manera
aleatoria uno a uno los vectores del conjunto de entrenamiento. Para cada uno de ellos se
selecciona como categoria ganadora aquella a la que pertenece el vector prototipo méas cercano al
vector de entrada. Luego se modifican los pesos segun la ecuacion 2.10 y se decrementa la tasa
de aprendizaje. Se repite el proceso con el juego de patrones de aprendizaje hasta un numero fijo

de iteraciones o hasta que los pesos no varien.

Para seleccionar la cantidad de neuronas de la capa oculta asi como el valor de ajuste del
parametro «(t) se realizd un proceso de prueba y error; durante el cual se experimentd con
diferentes valores de «(t) en el rango de 0,01 a 0,5. En la figura 3.2 se muestran los porcientos de
aciertos™ para diferentes valores de «(t) con una cantidad constante de 105 vectores prototipos

donde se puede observar que para una tasa de aprendizaje de 0,1 se obtuvieron los mejores

resultados.

oo T T T T T T T T

~ @ fur} @ Jte}
i} =} @ =} @
T T T T T

Porciento de Aciertos
T

BS |-

B0 i 1 i

0.35 0.45 os

’ Alpulia (T;ZQ;I de f&jprendizaje) °
Figura 3. 2: Comportamiento de la red LVQ para diferentes tasas de aprendizaje.

Después de seleccionar la tasa de aprendizaje se realizaron otros experimentos, con una cantidad

inicial de 10 vectores prototipos que se fueron incrementando en multiplos de 10 hasta 160,

!5 En estos casos se habla de “porciento de aciertos” porque es uno de los resultados que da la herramienta WEKA que
da una medida general bastante clara del comportamiento de la red.
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tomandose para cada caso una cantidad de iteraciones 50 veces mayor que la cantidad de
vectores anteriormente mencionados. Se lograron los mejores resultados con 100 y con 110
vectores prototipo, entonces se probo con un valor intermedio de 105. En la siguiente figura (3.3)
se presenta el comportamiento de la red LVQ para el caso descrito y se demuestra que para una
cantidad de 105 vectores prototipo se obtuvo el mejor resultado, con un 94,8% de aciertos y un

5,2% de instancias clasificadas incorrectamente.

Porciento de Aciertos

70 { 1 1 i { 1 i

[} 20 40 60 a0 100 129 140 160
Vectores prototipo

Figura 3. 3: Comportamiento de la red LVQ al aumentar la cantidad de vectores prototipos.

Para evaluar la efectividad del modelo propuesto se utilizan las métricas descritas en la seccion
2.6. En los experimentos realizados con el algoritmo LVQ, para un valor de «(t) de 0,1 y 105
neuronas en la capa oculta, el mejor resultado se ha obtenido con la categoria “erotic’. La
precision para este caso es 0,98, el recall es 1 y la medida F es de 0,99. El peor caso se ha dado
con la categoria “science_and_technology” con la que se tiene una precision de 0,85, un recall de

0.92 y una medida F de 0.88. En la figura 3.4 se muestra lo descrito anteriormente.

Precision  Recall F-Measure Class

0. 92 1 0,958 culture

1 0,923 0,96 eConomy

0. 98 1 0. 95 erotic

0.844 0.917 0.88 science_and_technology
1 0,907 0,951 sparts

Figura 3. 4: Precision, Recall y medida F para el mejor experimento.
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La siguiente figura (3.5) muestra la precision y el recall de la red LVQ para cada una de las

categorias definidas al aumentar la cantidad de vectores prototipo.

Precision

Recall

1.9 =

il o £)| ee—C g
Pos = — FConamia ]
G s (Gt i ]
b = (igncia y tecnologia |
R R e e e R e— e ]
e g g el e g Py bm T B b el il el gl e b b ke a0 ed gl pd g g

|
& 10 16 20 25 30 35 40 45 A0 54 GO GBS 70 76 80 B85 90 94 100105 110 115 120 125 130 135 140 145 180 155 160
Vectores prototipo

= Cultura —
m—— F conomia
m— Eritico u
m—Ciencia y tecnologia
| m— Deporte

AN A N AN N B

0 5 10 15 20 25 30 35 40 45 50 55 B0 BS 70 75 80 85 S0 95 100105110 115120 125130 135 140 145 150 1585 160

Vectores prototipo

Figura 3. 5: Precision y Recall de la red LVQ al aumentar la cantidad de vectores prototipo.

A continuacion se muestra una grafica que combina Precisién y recall para dar lugar a la medida

F, que como se decia en la seccion 2.6, permite comprobar con un unico valor la efectividad del

modelo (ecuacién 2.16).
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F-Measure

03F — Cultura

r B — 0RO 1
B2 iyt pancon foniiit e o et i e vt Dot sl il e e et e (| e Ertico B
TN EB I REREEEEE (ENEEERNS ... D} =—Ciencia y tecrologia |
; L ; : g - - 3 : ; i Z i A % i : E El _DE!FIDI‘TE! 4
D 1 I VD I I I I I I i 1 | 1 I 1 | 1 | 1 I 1 | 1 | 1 I 1 | 1 | 1 | 1 I 1 | 1 I 1 | 1 | 1 | 1 I 1 | 1 | 1 I 1 | 1

0 & 10 15 20 25 30 35 40 45 A0 55 B0 BA 70 75 80 B85 S0 95 100105 110 115 120 125 130 135 140 145 150 155 160

Vectores prototipo

Figura 3. 6: Medida F de la red LVQ al aumentar la cantidad de vectores prototipo.

La efectividad media de un clasificador se puede medir de una manera global de varias formas; y
una de estas es la precisidbn macroaveraging (seccién 2.6) que consiste en calcular la media de la
precision de cada una de las categorias (ecuacion 2.17). En la figura 3.7 se muestra la variacion

de este parametro y se puede observar que el mejor caso se da con 105 vectores prototipo.

LY STETRRIPRE P RSP DN 0O BEEN 0 BRSO BENEN 0 BRAE | | ESEN | BENE | | B

Macroaveraging
[}
[un}

0.7

0.65

o : ; : : : : i ; :
10 15 20 25 30 35 40 45 50 55 BO 65 70 75 B0 85 S0 95 100 105 110 115 120 125 130 135 140 145 150 155 160

Vectores prototipo

Figura 3. 7: Precision maroaveraging de la red LVQ.
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Para una mejor interpretacion el WEKA permite visualizar los resultados obtenidos en diferentes
variantes, incluyendo gréficas. Una de estas gréficas es la mostrada a continuacion (figura 3.9), en
la que se puede apreciar la representacion de los errores de clasificacion para el modelo descrito
anteriormente.

Plot: Clasificador_predicted

lass cobaur

Figura 3. 8: Representacion de los errores de clasificacion.

Tanto por el eje X como por el eje Y se pueden observar las categorias, que ademas estan
representadas por los colores que se muestran en la parte inferior de la grafica. Los cuadrados
representan errores y las cruces aciertos. Como se explico en el apartado 2.6, la precision puede
verse como la capacidad del clasificador para evitar clasificar en una categoria aquellos
documentos que no deben ser categorizados con esa categoria (ecuacion 2.11). Verticalmente
entonces se puede ver el ejemplo de “cultura” que tiene una precisiéon de 0,92 (Figura 3.4), ya que
existen documentos pertenecientes a “ciencia y tecnologia”’ clasificados como “cultura”, mas
exactamente, cuatro documentos, segun la matriz de confusion obtenida en el WEKA y que se
muestra también en la figura 3.10. Del mismo modo se interpretan los resultados de Precision
para las otras categorias. Ahora bien, el recall que se explicaba también en el apartado 2.6 y que
representa aquellos documentos que deberian ser clasificados en una determinada categoria, se

puede ver en la grafica horizontalmente, donde en el mismo ejemplo de la categoria “cultura”, se
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obtiene un valor maximo (Figura 3.4) lo que equivale a que fueron categorizados con cultura los

gue debian ser clasificados como tal.

=== Confusion Matrix ===
a b < d e <—— Classified as
46 0 0 0 0] a = culture
048 0 4 0| b = economy
o Qs 0O 0| ¢ = erotic
4 0 044 0| d = science_and_technology
0O 0 1 449 | e = sports

Figura 3. 9: Matriz de confusion.

La matriz de confusion da una informacion muy Uutil, porque no solo refleja los errores producidos
sino también informa del tipo de estos. El numero de columnas es el nimero de atributos y
muestra la clasificacion de las instancias; y las filas las categorias reales de los datos. Por lo que
los elementos en la diagonal principal son los que ha acertado el clasificador y los demas son los

errores.

Hasta aqui se ha podido demostrar que el algoritmo LVQ aplicado a la categorizacion de texto
funciona eficientemente y que con el modelo obtenido después de los experimentos, se logran
resultados realmente satisfactorios.

3.3. Conclusiones

En este capitulo se ha utilizado el algoritmo LVQ para categorizar una coleccién realizada
manualmente de documentos extraidos de Internet. Se han realizado varios experimentos y
mostrado graficas del comportamiento de la red para diferentes parametros. Para comprobar la
efectividad del algoritmo se han utilizado las medidas clasicas de precision, recall, precision
macroaveraging y la medida F. Finalmente se ha observado que el algoritmo LVQ funciona

eficientemente y que se obtienen 6ptimos resultados.
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CONCLUSIONES GENERALES

Conclusiones Generales

Para lograr los objetivos de esta tesis se estudid el funcionamiento de las Redes Neuronales
Artificiales aplicadas a la categorizacion de texto. También se cre0 una coleccion de
entrenamiento de cinco categorias. Se utilizé6 el modelo de espacio vectorial como modelo de
representacion de informacion, se representaron los vectores prototipos asociados a cada
categoria y se realizaron experimentos para entrenar y evaluar la red, mediante los cuales se
determinaron los parametros para los que esta alcanz6 los mejores resultados. A partir del estudio
realizado se obtuvo un modelo neuronal competitivo supervisado basado en el algoritmo LVQ que
permite la categorizacion de texto para el proyecto FILPACON, cumpliéndose asi con el objetivo
general definido.
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RECOMENDACIONES

Recomendaciones

» Reducir el espacio de entrada a una dimensién menor.

» Estudiar en profundidad el aporte de los nUmeros a la coleccion de entrenamiento.

= Construir un clasificador con este modelo ya validado, ya que el resultado es excelente
95% de efectividad.

= Estudio de la categorizacion sensible al coste de las categorias.
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GLOSARIO

Glosario

FILPACON: Sistema para regular el acceso a Internet de los usuarios de una red, disefiado para
ser escalable segin ambito de instalacion. El sistema permite la zonificacion del Ciberespacio
segun categorias (pornografia, drogas, terrorismo, ciencia, deporte, salud, etc) y la gestion de

cada usuario segun politicas preestablecidas por un administrador.

Contenido llicito: Existe una completa serie de normas que limitan por distintas razones la
utilizacion y la distribucién de determinados contenidos. La infraccién de dichas normas acarrea la

ilicitud o ilegalidad de dichos contenidos.

Contenido Nocivo: Diversos tipos de materiales pueden constituir una ofensa a los valores o
sentimientos de otras personas: contenidos que expresan opiniones politicas, creencias religiosas
u opiniones sobre cuestiones raciales, etc. Lo que se considera nocivo depende de diferencias
culturales. Cada pais puede sacar sus propias conclusiones para la definicion de la linea divisoria
entre los permisible y o que no lo es.

Contenido Adecuado: Agquellos que no entran en ninguna de las definiciones antes
mencionadas. Aquellos que son perfectamente legales y que no afectan la moral de ninguna
persona. En ambos casos, se parte de la base que existe una restriccion esencial de caracter

ético en su difusion por parte del responsable de su emision.
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